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RESUMO

Considerando a grande quantidade de informacbes textuais disponiveis atualmente,
principalmente na web, estd se tronando cada vez mais dificil 0 acesso e a assimilacdo desse
contelido para o usudrio. Nesse contexto, torna-se necessario buscar tarefas capazes de
transformar essa grande quantidade de dados em conhecimento Gtil e organizado. Uma
alternativa para amenizar esse problema, é reduzir o volume de informacdes disponiveis a partir
da producdo de resumos dos textos originais, por meio da sumarizacdo automatica (SA) de
textos. A sumarizagdo automatica de textos consiste na producao automatica de resumos a partir
de um ou mais textos-fonte, de modo que o sumario contenha as informacgdes mais relevantes
deste. A avaliacdo de resumos é uma tarefa importante no campo da sumarizacao automatica
de texto, a abordagem mais intuitiva é a avaliacdo humana, porém é onerosa e improdutiva.
Outra alternativa é a avaliacdo automatica, alguns avaliadores foram propostos, sendo a mais
conhecida e amplamente usada é a medida ROUGE (Recall-Oriented Understudy for Gisting
Evaluation). Um fator limitante na avaliacdo da ROUGE ¢ a utilizacdo do sumario humano de
referéncia, o que implica em uma restricdo do idioma e dominio, além de requerer um trabalho
humano demorado e oneroso. Diante das dificuldades encontradas na avaliacdo de sumarios
automaticos, o presente trabalho apresenta o0 modelo Cassiopeia como um novo método de
avaliacdo. O modelo é um agrupador de textos hierarquico, o qual consiste no uso da
sumarizacdo na etapa do pré-processamento, onde a qualidade do agrupamento € influenciada
positivamente conforme a qualidade da sumarizacdo. As simulacdes realizadas neste trabalho
mostraram que a avaliagdo realizada pelo modelo Cassiopeia ¢ semelhante a avaliagdo realizada
pela ferramenta ROUGE. Por outro lado, a utilizagdo do modelo Cassiopeia como avaliador de
sumarios automaticos evidenciou algumas vantagens, sendo as principais; a ndo utilizacédo do

sumario humano no processo de avaliagdo, e a independéncia do dominio e do idioma.

Palavras chave: Sumarizacdo Automatica de Texto. Avaliacdo. Cassiopeia. ROUGE.






ABSTRACT

Considering the large amount of textual information currently available, especially on the web,
it is becoming increasingly difficult to access and assimilate this content to the user. In this
context, it becomes necessary to search for tasks that can transform this large amount of
information into useful and organized knowledge. The solution, or at least an alternative, to
moderate this problem is to reduce the volume of information available, from the production of
abstracts of the original texts, through automatic summarization (SA) of texts. The Automatic
Summarization of texts consists of the automatic production of abstracts from one or more
source texts, which the summary must contain the most relevant information of the source text.
The evaluation of abstracts is an important task in the field of automatic text summarization,
the most intuitive approach is human evaluation, but it is costly and unproductive. Another
alternative is the automatic evaluation, some evaluators have been proposed, and the most
widely used is the ROUGE (Recall-Oriented Understudy for Gisting Evaluation). A limiting
factor in ROUGE's evaluation is the use of the human reference summary, which implies a
restriction of language and domain, as well as requiring time-consuming and expensive human
work. In view of the difficulties encountered in the evaluation of automatic summaries, this
paper presents the Cassiopeia model as a new evaluation method. The model is a hierarchical
text grouper, which consists of the use of the summarization in the stage of the pre-processing,
where the quality of the grouping is influenced positively according to the quality of the
summarization. The simulations performed in this work showed that the evaluations performed
by Cassiopeia in comparison to the ROUGE tool are similar. On the other hand, the use of the
Cassiopeia model as an automatic summarization evaluator showed some advantages, the main
ones are; being the non-use of the human abstract in the evaluation process, and the independent

of the domain and the language.

Keywords: Automatic Text Summarization. Evaluation. Cassiopeia. ROUGE.
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1 INTRODUCAO

Com o surgimento da rede mundial de computadores e 0 seu uso generalizado,
cresce cada vez mais o0 volume de informacéo disponivel aos usuarios, tornando assim cada vez
mais dificil a assimilacdo do contetdo de interesse. O estudo realizado pela equipe de pesquisa
do International Data Corporation (IDC) em 2014 mostrou que, até 2020, a informacdo digital
ird expandir de 4.4 trilhGes de gigabytes para 44 trilhGes de gigabytes. A expectativa é que a
quantidade de informacéo digital em 2020 seja dez vezes maior em relacdo a 2013 (JORGE,
2015).

Grande parte dessas informacdes é representada por documentos textuais,
considerando que essa € a forma mais natural de armazenar informacdes. Muitos desses
documentos estdo disponibilizados em acervos documentais variados, como: artigos, livros,
blogs, web sites, ambientes virtuais, correspondéncia eletrdnica, revistas, relatorios técnicos e
outros. Para Levy (2005), o problema de ter acesso a grande quantidade de informacéo é que se
perde um tempo que poderia ser mais bem empregado pensando, refletindo ou raciocinando. A
ultrapassagem dos desafios de como adquirir conhecimento a partir desse excesso de
informacdo pode representar vantagem competitiva para as instituicdes e para as pessoas.

Nesse contexto, torna-se necessario buscar tarefas capazes de transformar essa
grande quantidade de documentos em conhecimento Util e organizado. Uma alternativa para
amenizar esse problema, é reduzir o volume de informac@es disponiveis, a partir da producéo
de resumos dos textos originais. Com a finalidade de minimizar o problema do grande volume
de dados, costuma-se procurar versdes menores, mais compactas: resumos - também chamados
de sumarios.

De acordo com Pardo (2008), o sumario é a versao curta de um texto, enquanto que
a ABNT (Associacdo Brasileira de Normas Técnicas) associa esse termo ao indice, ou seja, a
enumeracao das partes de um trabalho. Neste trabalho, o termo sumério refere-se ao resumo de
um texto. O resumo é o processo de produzir uma versdo compactada de um determinado texto
que fornece informac6es Uteis para o utilizador, apresentando de forma breve o conteido de um
documento.

Resumos sdo recursos que estdo presentes no cotidiano das pessoas. Sdo usados
para pautar decisfes na hora de comprar um livro, ler uma noticia no jornal ou até mesmo no
momento de escolher um filme no cinema. A importancia de resumos é reconhecida pela
comunidade cientifica por suas multiplas contribuigdes, sendo algumas destas citadas em

Santos (1996). O autor explica que resumos servem como fonte de informacao para os leitores
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em davida quanto ao titulo do documento, e que precisam saber se o texto contém material de
interesse para ser lido. Além disso, permite auxiliar aos leitores interessados em ler todo o texto,
dando-lhes uma visdo preliminar de seu conteddo, ou apenas aos interessados em conhecer
parte da pesquisa, dando esta informacao de forma abreviada, economizando o tempo.

Segundo Biral (2003), resumir é uma pratica constante na comunicagdo humana e
tem um papel importante na esfera escolar e na vida académica. Neste caso, uma das func¢des
gue 0s resumos podem exercem € servir de consulta em momentos posteriores do levantamento
bibliografico na pesquisa. No ambito escolar desempenha um papel instrumental, ou seja,
costumam aparecer com a finalidade de realizar outras interagBes: fazer analises, avaliar,
comparar, entre outras. De forma geral, os objetivos da atividade de resumir no ambito
educacional, incluem para o leitor, facilitar a pesquisa de informacGes, contribuir para
interpretacdo do texto, facilitar o acesso ao texto, bem como motivar a leitura do texto fonte.

A elaboracdo desses resumos por humanos, de acordo com Pardo (2007), é muito
trabalhosa principalmente quando se lida com grande volume de informagdo, uma vez que é
necessaria a leitura e interpretacdo de todo o texto para que sejam extraidas suas principais
ideias. Diante disso, buscam-se formas automaticas de produzir esses resumos, uma area de
estudo que recebe 0 nome de Sumarizacdo Automatica (SA) de Textos.

A sumarizacdo automatica de textos é uma tarefa que consiste na producéo
automatica de resumos a partir de um ou mais textos-fonte, em que o sumario deve conter as
informacdes mais relevantes. A SA é uma subarea de pesquisa de Processamento de Linguagem
Natural (PLN) (GARAY, 2015). A Figura 1 mostra um texto completo, chamado de texto fonte,
e a Figura 2 apresenta seu sumario gerado automaticamente pela ferramenta GistSumm
(PARDO, 2002).
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Figura 1 - llustracéo de Texto fonte

Os apaixonados receberam hoje uma boa noticia dos cardiologistas: o amor faz bem ao
coracdo.

Enquanto os hpaixonados enviavam cartas e rosas vermelhas em comemoragio ao Dia
dos Namorados (dia de Sdo Valentim, comemorado em muitos paises), a Federacio
Mundial do Coracio (WHF, na sigla em inglés) divulgou um comunicado pedindo aos
casais de todo mundo que demonstrem suas emocdes com liberdade.

"Os namorados @m outra razdo para comemorar porque estudos mostram que estar
apaixonado e ser correspondido nos ajuda a manter a satde e € particularmente bom para
nossos coracoes", afirma o comunicado do WHE, que tem sua sede em Genebra, na Suiga.

A federacio, cujo objetivo é combater doencas cardiacas e retine 166 sociedades de
cardiologia de 97 paises, também acrescentou que o amor reduz o estresse, a depressio e a
ansiedade — trés fatores de risco associados as doencas do coragéo.

"Uma em cada trés mortes no mundo ocorrem devido a problemas no coracdo e
derrame, seis vezes superior do que as mortes associadas a Aids", afirmou o professor
Philip Poole-Wilson, cardiologista do Imperial College, em Londres, e presidente da
federacio.

"E por essa razdo que estamos ressaltando a importéncia de adotar um estilo de vida
sauddvel e o impacto positivo que o amor pode ter para a satde”.

De acordo com a WHE muitos estudos publicados demonstraram que fatores
psicoldgicos, assim como os fisicos, estdo envolvidos com a doenca cardiaca. Em uma
pesquisa de cinco anos, 10 mil homens com risco elevado de desenvolver angina (dor no
peito) foram questionados se a mulher com quem estavam demonstrava seu amor por eles.
Aaqueles aue responderam "sim* tinham a metade do risco de apresentar a condic@o.

Fonte: Pardo (2008)

Figura 2 - Sumério correspondente ao texto fonte da Figura 1

Enquanto os apaixonados enviavam cartas e rosas vermelhas em comemoracio ao Dia
dos Namorados (dia de Sdo Valentim, comemorado em muitos paises), a Federacio
Mundial do Coracdo (WHEF, na sigla em inglés) divulgou um comunicado pedindo aos
casais de todo mundo que demonstrem suas emog¢des com liberdade.

A federacio, cujo objetivo é combater doencas cardiacas e retine 166 sociedades de
cardiologia de 97 paises, também acrescentou que o amor reduz o estresse, a depressdoe a
ansiedade — trés fatores de risco associados as doencas do coracio.

Fonte: Pardo (2008)

De acordo com Pardo (2008), a sumarizacdo automatica € utilizada em tarefas
automatizadas e pesquisas da area de Processamento de Linguagem Natural. Por exemplo, o
uso de sumarios pode melhorar alguns aspectos da recuperacdo da informacdo e da
categorizacdo de textos. Sumarios também podem auxiliar nas questdes de acessibilidade e
inclusdo digital, como se vé na apresentacéo de dados em aparelhos celulares e na simplificacdo
de textos para leitores.

Ferreira et al. (2009) estudaram a utilizagdo da sumarizagdo automatica em
ferramentas de ambientes educacionais na web (Repositorios de arquivos textuais e blog).

Apesar do estudo relatar dificuldade de compressédo e entendimento dos sumarios automaticos
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em comparagdo aos resumos convencionais, foi possivel perceber que os niveis de
informatividade e qualidade dos sumarios automaticos em relacdo aos sumarios convencionais
ndo sofreram perdas consideraveis. Logo, o trabalho mostrou ser uma alternativa viavel a
utilizacdo da SA com o objetivo de facilitar o rapido acesso das informacgdes por parte dos
usuarios ao acessar as ferramentas. Carbonaro (2010), por sua vez, aplicou a sumarizagao
automaética de textos para apoiar tutores no gerenciamento e acompanhamento dos alunos, 0s
resultados mostram que a sumarizacdo automatica produz extracdo de informacdo util,
fornecendo suporte para as atividades dos tutores nos ambientes educacionais.

Outro trabalho que aplica a sumarizacdo automatica de textos para contribuir com
a area da educacdo é o estudo Yang (2013), que utiliza a sumarizagdo na apresentacdo de
conteudos em dispositivos moveis. Com o objetivo de melhorar a escolha do contetdo
adequado para esses ambientes, o trabalho propde a aplicacdo da sumarizacdo automatica de
texto com a finalidade de reduzir a quantidade de contetido textual em dispositivos méveis. Os
resultados da pesquisa mostram que a abordagem de sumarizacdo proposta é capaz de gerar
resumos de forma eficaz, possibilitando a sua utilizacdo no apoio a aprendizagem em
dispositivos moveis. Indica ainda que o contedo de aprendizagem corretamente resumido nao
sO é capaz de facilitar no processo de aprendizagem, mas também adequar o tamanho do
conteido com as caracteristicas unicas dos referidos dispositivos.

Um dos grandes desafios da &rea de SA é gerar sumarios que mantenham as
informacdes mais relevantes do texto fonte. Para isso torna-se necessaria a avaliacdo desses
sumarios. A Avaliacdo de resumos é uma tarefa importante no campo da sumarizacédo
automatica de texto, a abordagem mais intuitiva é a avaliacdo dos resumos por avaliadores
humanos. No entanto, a avaliacdo manual é dispendiosa e 0s resultados obtidos sdo subjetivos
e dificeis de reproduzir, uma vez que diferentes avaliadores podem ter padrdes divergentes para
avaliar um mesmo sumario.

Essa dificuldade na avaliagdo levou pesquisadores a procurarem métodos para
avaliar resumos de forma automatizada. Apesar de ndo possuir as desvantagens da avaliagcao
manual, a avaliacdo automatica ainda é alvo de pesquisas para se tornar robusta o suficiente
para uma avaliacdo completa. Medidas de avaliagdo automatica foram propostas, sendo a mais
conhecida e amplamente usada, de acordo com Dias (2016), a ferramenta ROUGE (Recall-
Oriented Understudy for Gisting Evaluation) proposta por Lin (2004).

A ferramenta ROUGE realiza a avaliagdo de forma automatizada. O principio dessa
medida é basicamente comparar a quantidade de palavras em comum entre o0 sumario produzido

automaticamente e sumarios humanos, também chamados sumarios de referéncia. Os
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resultados da avaliacdo sdo dados em termos do Precision e Recall em rela¢do ao sumario de
referéncia. A ferramenta ROUGE serd abordada com mais detalhes na Se¢éo 2.4.

Este trabalho propde a utilizacdo do modelo Cassiopeia (GUELPELLI, 2012) como
avaliador de sumarios automaticos. O modelo Cassiopeia é um agrupador de texto que consiste
no uso da sumarizacdo na etapa do pré-processamento, onde a qualidade do agrupamento €
influenciada positivamente conforme a qualidade da sumarizagdo. O modelo foi criado para
possibilitar o agrupamento de textos com maior qualidade nas avaliacbes em dominios distintos,
sendo independentemente do idioma. Esse modelo se apresenta como uma proposta
poliestruturada, que agrega a abordagem de sumarizagéo e agrupamento de texto (GUELPELI,
2012).

1.1 Motivacao

Com a grande quantidade de informacdo disponivel, predominantemente digital, a
sumarizacdo automatica tornou-se um campo de grande interesse na area de processamento de
linguagem natural. A SA pode contribuir para reduzir esforgos de pesquisa e leitura de usuarios
na web, bem como em cenérios onde seja necessario trabalhar com grande quantidade de
informacao textual.

Os sumarios automaticos ganham importancia em diversas areas, na educagao por
exemplo, 0s resumos permitem eliminar barreiras para os leitores na medida em que ampliam
0 acesso a livros, dissertacOes, artigos e outras fontes que estejam no formato digital. A SA
permite que a pessoa interessada na leitura possa ter acesso ao resumo do texto contendo as
informacdes mais relevantes, condensadas em um texto menor do que o original. Dessa forma,
0S resumos permitem democratizar 0 acesso a leitura, possibilitando a inclusdo de novos
leitores.

Observou-se 0s inimeros estudos na area de sumarizagdo automatica de textos,
levou-se em consideracao:

e Que esses estudos objetivam produzir métodos de sumarizacdo automatica
com a finalidade de serem cada vez mais préximos aos resumos produzidos
por humanos.

e As dificuldades encontradas nas avaliagbes de sumarios automaticos
produzidos por esses métodos, tanto na avaliagdo humana, quanto na

avaliacdo realizada pela ferramenta ROUGE.
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e Que a evolugdo da area de sumarizacdo automaética de textos depende de
métodos eficientes para a avaliacdo desses sumarios automaticos.
A grande motivacédo para este trabalho é propor um novo método de avaliacdo de

sumarios automaticos de textos que possa minimizar as dificuldades atuais das avaliacGes.

1.2 Problema

O problema encontra-se na dificuldade de avaliagdo de sumérios automaticos. A
avaliacdo humana é cara e desgastante, tornando-se invidvel; por sua vez, a utilizacdo de
ferramentas, software, acarreta em alto custo e restricdo de idioma. Atualmente a ferramenta
ROUGE € a mais conceituada na area, porém para cada texto fonte é necessario um sumario
humano de referéncia. Esse fator € bastante limitante, impede, muitas vezes, a avaliacdo de
grande quantidade de sumarios, além de requerer um trabalho humano bastante demorado e

ONneroso.

1.3 Hipotese

O modelo Cassiopeia € um agrupador de texto, independente do idioma e do
dominio. Utiliza na etapa de pré-processamento a sumarizacdo automatica de texto, onde a
qualidade do agrupamento € influenciada positivamente conforme a qualidade da sumarizacéo.
O modelo, diferente da ferramento ROUGE, nédo necessita do sumario humano de referéncia, o
que implica em mais agilidade e menos custo na sua utilizacdo. Além disso, o Cassiopeia gera
automaticamente as métricas Recall e Precision, as mesmas métricas utilizadas na avaliacdo
dos sumarios automaticos pela ROUGE.

Diante do funcionamento do modelo Cassiopeia e tendo em vista as vantagens da
utilizacdo do modelo em relacdo a ferramenta ROUGE. Este trabalho propde a seguinte
hip6tese: O modelo Cassiopeia pode ser utilizado como um avaliador de sumarios automaticos,
em que a avaliacdo realizada pelo Cassiopeia é semelhante a avaliacdo realizada pela ferramenta
ROUGE.
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1.4 Contribuigdes

Com a utilizacdo do modelo Cassiopeia como avaliador de sumarios automaticos,
serdo citadas algumas contribuicdes deste trabalho:
e Propor um avaliador de sumérios automaticos que possua independéncia do
idioma e do dominio;
e Propor um avaliador de sumérios automaticos que dispense a utilizacdo do
sumario humano;
e Apresentar uma nova metodologia de avaliacdo de sumérios automaticos;
e Colaborar com a simplificagcéo e ampliacdo de acesso a textos digitais;
e Contribuir com a democratizacdo do acesso a leitura, permitindo a
eliminacdo de barreiras e possibilitando a inclusdo de novos leitores.
1.5 Publicacdo
Como resultado das pesquisas realizadas neste mestrado obteve-se a publicacéo:

e AGUIAR, L. H. G. DE; ROCHA, V. J. C.; GUELPELI, M. V. C. Uma colegao de
artigos cientificos de Portugués compondo um Corpus no dominio educacional.
PLURAIS Revista Multidisciplinar, v. 2, n. 1, p. 60-74, 2017.

1.6 Estrutura da dissertacao

Esta dissertacdo esta organizada, além desta introducdo, em quatro capitulos que

serdo brevemente descritos:

Capitulo 2 — Fundamentacédo Tedrica

Neste capitulo, serdo apresentados os principais conceitos sobre clusterizacao, seus
métodos e as métricas para analise dos agrupamentos de textos. Também sera apresentada a
sumarizacdo automatica de textos e a principal ferramenta de avaliacdo, a ROUGE. No final,

sdo abordados os conceitos da linguisttica de corpus e 0 modelo Cassiopeia.
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Capitulo 3 — Metodologia

Neste capitulo, sera apresentada a metodologia utilizada para a realizacdo do
trabalho. S8o0 apresentadas as etapas de criacdo do corpus educacional, como também a
descricdo do processo de sumarizacdo e avaliacdo dos sumarios automaticos. Por fim, sdo
apresentadas as medidas de dispersdo utilizadas para analisar os resultados da avaliacdo dos

sumarios automaticos.

Capitulo 4 — Resultados

O capitulo apresenta os resultados das avaliagbes dos sumarios automaticos
realizada pela ferramenta ROUGE e o0 modelo Cassiopeia. Serdo mostrados os resultados do F-
Measure organizados de acordo com as taxas de compressdes e por categorias, € em seguida
serdo exibidas as dispersfes dos resultados das avaliacdes. Por fim, serdo apresentadas as

discussoes dos resultados obtidos.

Capitulo 5 — Concluséo

Neste capitulo sdo apresentadas as consideracGes finais e a conclusdo deste

trabalho, limitacGes, contribuicdes e possiveis trabalhos futuros.
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2 FUNDAMENTACAO TEORICA

Este capitulo tem o objetivo de apresentar os principais temas que alicercam este
trabalho. Primeiro sdo descritos os conceitos sobre clusterizacéo, seus métodos e as métricas
para analise dos agrupamentos de textos; Em seguida sdo apresentados 0s conceitos da area de
sumarizacdo automatica de texto e a ferramenta ROUGE, que ¢ a referéncia na avaliagdo de
sumarios automaticos. No final, sdo abordados os conceitos da linguistica de corpus e

apresentado o modelo Cassiopeia.

2.1 Agrupadores

A expressao “agrupamento”, conforme Wives (2004), € comumente utilizada como
clusterizagéo, tradugdo do inglés cluster, e os conglomerados derivados desse processo sdo
denominados de clusters. Na literatura, o processo de formagéo desses conglomerados pode ser
conhecido por diversos nomes, como exemplo: descoberta de agrupamento; descoberta de
aglomerado; processo de aglomeracédo; processo de agrupamento ou, apenas, de aglomeracao;
agrupamento ou clusterizacao.

O processo de formacdo desses conglomerados é uma técnica também aplicada em
areas como recuperacao de informacdo (RI) e data mining, que € uma etapa no processo de
descoberta do conhecimento em bases de dados (Knowledge Discovery in Databases). No
estudo de aprendizagem de maquina, € uma das técnicas possiveis de aprendizagem nao
supervisionada (HAN et al., 1996).

De acordo com Everitt et al. (2011), a importancia da técnica de clusterizacdo pode
ser evidenciada conforme a sua aplicacdo nos mais diversos campos da ciéncia. Na psiquiatria,
a analise de cluster tem sido usada para encontrar grupos de riscos de pessoas que podem tentar
suicidio. Na arqueologia, a classificacdo de artefatos pode ajudar a descobrir seus diferentes
usos, os periodos em que foram utilizados e as populacfes pelas quais foram utilizados. No
marketing, as técnicas de agrupamento sdo aplicadas em reconhecimento de padrbes de
compras e caracteristicas de usuarios, analise e tendéncia de mercado. Na astronomia e ciéncias
da Terra, o processo de aglomeracdo € aplicado na classificacdo de planetas e estrelas,
investigacdo da formagéo de cidades e estudos sobre rios e montanhas.

O processo de clusterizagcdo, conforme Guelpeli (2012), pode ser definido
formalmente: dada uma base de texto T, onde objetiva-se agrupar os elementos de T de maneira

gue os textos mais similares sejam colocados no mesmo grupo, e 0S menos similares, em grupos
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distintos. Dessa forma, dado um conjunto com n elementos T = {Ty, T, ..., T, }, obtém-se um
conjunto de K agrupamentos G = {G,, G, ..., Gk}, tal que os elementos contidos em um cluster
G; possuam uma maior similaridade entre si do que os elementos de qualquer um dos outros do

conjunto G; qualquer, onde i # j. Deste modo, pode-se definir:

k
UGi=T, G+ 0paral<i <k Gn G=0paral<ij<ki+].

i=1

A aglomeracdo de dados tem a finalidade de ordena-los em grupos, de forma que
0s objetos pertencentes ao mesmo cluster tenham alta similaridade, ou seja, possuam
caracteristicas em comum, sendo diferentes dos objetos agrupados em outros grupos. Cada
cluster assim formado pode ser visto como uma classe de elementos (HAN; KAMBER,; PEl,
2012). Uma descricdo genérica da finalidade da clusterizacdo, que se encontra em Hruschka e
Ebecken (2001), é o de maximizar a homogeneidade dentro de cada cluster enquanto se
maximiza a heterogeneidade entre agrupamento.

Contudo, existem diversas maneiras de agrupar objetos baseados nas suas
caracteristicas, podendo haver formas diferentes, subjetivas, de grupos para um mesmo
conjunto de dados, como mostra a Figura 3. Considerando o conjunto de dados ilustrado na
Figura 3a constituido por diversas formas geométricas (objetos). O primeiro aglomerado
(Figura 3b) separa em dois grupos levando em consideragdo a forma dos objetos. No segundo
(Figura 3c), o aglomerado separa 0s objetos pelo seu preenchimento. No final, o Gltimo
aglomerado (Figura 3d) divide os objetos em quatro grupos, considerando as caracteristicas de
forma e preenchimento (FACELI et al., 2011).
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Figura 3 - Aglomerados em diferentes maneiras
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Fonte: Faceli et al. (2011)

Descobrir o melhor aglomerado para um conjunto de objetos ndo é uma tarefa
simples. Conforme destacam Ankerst et al. (1999), existem trés razGes interconectadas para
explicar esse problema. Primeiro quase todos os algoritmos de agrupamento requerem valores
para os parametros de entrada que sdo dificeis de determinar, principalmente para objetos do
mundo real contendo objetos com vérias caracteristicas. Segundo, os algoritmos sdo sensiveis
a esses valores de parametros. Terceiro, conjunto de dados reais com alta dimensionalidade tem
uma distribuicdo muito ampla, que ndo pode ser revelada por um algoritmo de agrupamento

usando somente um ajuste de parametro global.

2.1.1 Métodos de agrupamento

Os métodos de agrupamento podem ser categorizados em duas classes: algoritmos
hierarquicos e por particionamento. Os métodos hierarquicos sdo conglomerados cuja estrutura
tem a forma de uma arvore (Figura 4a), por isso eles demonstram relacdo de hierarquia entre os
aglomerados. Os processos ndo-hierarquicos (Figura 4b) constituem-se de partigdes isoladas,

que ndo possuem relagéo hierarquica.
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Figura 4 - Tipos de conglomerados quanto a sua particao
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Fonte: Wives (2004)

As categorias dos métodos de descoberta e analise de conglomerados adotadas neste
trabalho sdo baseadas na taxonomia de Aldenderfer e Blashfield (1984), por ser uma
classificacdo mais usual dentro da literatura. Segundo os autores, levando em consideracao a
sua configuracdo, 0s agrupamentos possuem a seguinte taxonomia: hierarquicos aglomerativos,
hierdrquicos divisivos, particionamento iterativo, busca em profundidade, fatos analitico,
amontoamento e grafoteoréticos (WIVES, 2004).

Os métodos de agrupamentos hierdrquicos sdo classificados em métodos
aglomerativos (bottom-up) e de divisdo ou divisivos (top-down). A estrutura bottom-up inicia
selecionando os dois elementos mais similares para criar um conglomerado, depois novos
elementos s&o adicionados ao conglomerado, utilizando regras de ligacdo que dependem do
algoritmo utilizado. O processo continua até que todos sejam agrupados. Por sua vez, o método
divisivo inicia com todos as instancias em um dnico grupo e vai dividindo (ou partindo) em
grupos menores até que cada objeto esteja em um agrupamento separado. Esse método ndo é
muito utilizado devido ao seu alto custo computacional (WIVES, 2004).

Os métodos de particionamento, particionam o conjunto de dados, criam
conglomerados fazendo diversas interacdes. Dado um conjunto de n instancias, o0 método de
particionamento constroi K parti¢cbes dos dados, sendo que cada parti¢do representa um grupo,
desde que 1 < K <n. Algumas caracteristicas importantes sdao que cada instancia deve
pertencer a um unico grupo, e todas as instancias devem pertencer a algum grupo (SILVA,
2015).

No método de busca em profundidade ou busca exaustiva, conforme Wives (2004),
a busca e feita por regides de alta densidade de pontos e espaco de caracteristicas, a identificagdo
das regides de alta densidade de pontos se da atraves da identificacdo de zonas de baixa

densidade.
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Outro método é o fator analitico, de acordo com Wives (1999) os agrupamentos sdo
organizados através da analise de fatores extraindo de uma matriz de similaridade, que é uma
matriz que contém os graus de similaridade entre todos os elementos de um conjunto de dados.
Por sua vez, 0 metodo de amontoamento cria conglomerados sobrepostos, permitindo que 0s
objetos ou elementos sejam atribuidos a mais de um conglomerado simultaneamente.

O método grafoteorético, segundo Wives (2004), baseia-se em teoremas e axiomas
da teoria dos grafos, em que 0s objetos s@o os vértices e a similaridade entre eles é representada
por arestas ligando dados. Esse tem capacidade mais dedutiva, com fundamentacdo teorica

maior que a dos anteriores.

2.2 Agrupamento de texto

O agrupamento de texto consiste em organizar um conjunto de documentos, sem
ordem prévia ou conhecida, em grupos. Esse processo tem o objetivo de encontrar padrdes entre
os documentos, permitindo que os similares sejam agrupados no mesmo cluster de acordo com
suas semelhancas (Figura 5). Dessa forma, é possivel realizar a organizacdo por assunto,

permitindo rapida localizacdo pelo seu utilizador (CUNHA, 2014).

Figura 5 - Processo de aglomeracéo de documentos
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Fonte: Wives (2004)

O processamento de documentos no seu formato original se torna impraticavel de
acordo com Cunha (2014). Desta maneira, sdo necessarias alternativas que permitam tal

processamento de modo a possibilitar sua organizagcdo. Uma proposta baseada no modelo de
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proximidade espacial tratado por (SALTON; WONG; YANG S., 1975), em que o documento
a ser processado é representado como um vetor.

Um dos métodos utilizados na representacéo de textos em vetores € o de frequéncia.
Sé&o aplicados pesos nas palavras contidas no vetor de acordo com frequéncia daquele termo no
texto. A aplicacdo desse método pode ser visualizada na Figura 6. O peso da palavra
“incorporagdo” no vetor do documento ¢ representado por 1, deste modo, a palavra aparece

apenas uma vez no texto (CUNHA, 2014).

Figura 6 - Representacdo do método frequéncia de texto
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Fonte: Cunha (2014)

A maioria dos métodos de analise de cluster requer uma medida de similaridade
entre os elementos a serem agrupados, normalmente expressa como uma funcao de distancia
ou métrica. As medidas de similaridade fornecem valores numéricos que definem a “distancia”
entre os elementos. Quanto menor o valor da distancia, mais semelhantes serdo o0s elementos e
ficardo no mesmo cluster. Em contrapartida, quanto maior a “distancia”, menos similares serdo
os elementos, dessa forma, eles deverdo ficar em grupos distintos. As medidas de similaridade
mais utilizadas sdo a Distancia Euclidiana e Manhattan:

e Distancia Euclidiana: E calculada através da menor distancia entre dois elementos
P =[P,P,,P,] e Q =[0Q4,0Q, Q, ], pode ser calculada pela Equacdo 1 (SOUZA,
2017).
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1)

i (pi-q:)*
i=1

e Distancia Manhattan: E mensurada de acordo com a soma absoluta entre dois pontos
usando as coordenadas cartesianas, sendo equivalente a calcular a distancia entre
dois pontos considerando os blocos de uma cidade, conforme a Equacéo 2 (SOUZA,
2017).

n

2

qu: Z |pi-qil- (2)
i=1

2.2.1 Métricas para andlise de agrupamento de texto

Os agrupamentos sdo avaliados conforme trés séries de métricas: externas ou
supervisionadas, internas ou ndo supervisionadas e relativas (HALKIDI et al., 2001).

Conforme explica Guelpeli (2012), a métrica relativa tem o objetivo de encontrar o
melhor conjunto de grupos que um algoritmo de agrupamento pode definir, a avaliacdo é
realizada por comparacgdo entre esse agrupamento, gerados pelo mesmo algoritmo, mas com
diferentes parametros de entrada.

Nas meétricas internas ndo se utilizam informacgdes externas, apenas os dados
gerados pelo agrupamento de textos. De acordo com Tan et al. (2006) e Aranganayagile
Thangavel (2007), as métricas empregadas para essa analise sdo a coesdo, acoplamento e
coeficiente de silhouette.

Em contrapartida, nas métricas externas, os resultados sdo comparados a uma
estrutura de classes pré-definidas, que reproduzem a opinido do especialista. As métricas
precisbes (Precision) e cobertura (Recall) sdo comumente utilizadas na avaliacdo de
agrupamento de texto. Essas metricas foram adotadas da area de Recuperacdo de Informacéo
(RD).

De acordo com Wives (1999), o Recall tem a finalidade de medir a quantidade de
elementos recuperados, alocados corretamente no agrupamento, em relagdo a quantidade total
de elementos que deveriam ser retornados. Para isso, € necessario conhecer a quantidade de

elementos associado ao cluster.
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O Presicion, conforme Wives (1999), é uma medida que indica a proporcao de
elementos que sdo realmente relevantes. O célculo é realizado atraves do nimero de elementos

relevantes recuperados em relagdo ao nimero total de elementos recuperados.

2.2.2 Selegéo de atributos

De acordo com Guelpeli (2012), a selecdo de atributos esta diretamente relacionada
ao problema da alta dimensionalidade. Conhecida também como abordagem estatistica a
selecdo de atributos utiliza métodos estatisticos para o processo de selecdo. Essa abordagem em
comparacdo com métodos ndo estatisticos tem como principal beneficio a rapidez na
implementacdo. A selecédo de atributos tem como fim reduzir a dimensionalidade dos atributos,
mantendo-0s com maior capacidade de representar a colecdo de documentos. Isso influencia
diretamente, por exemplo, os algoritmos de agrupamentos que sdo extremamente sensiveis a
alta dimensionalidade.

As técnicas bastante utilizadas para reducdo da dimensionalidade sdo a aplicacdo
da lei de Zipf (ZIPF, 1949) e o corte de Luhn (LUHN, 1958). A curva de Zipf, conforme Gomes
(2013), é uma distribuicdo estatistica também conhecida como principio do menor esforco.
Afirma que se f é a frequéncia de ocorréncia de qualquer termo do texto e r é a posicdo da
ordenacdao com relacdo aos outros termos, dessa forma, o produto f = r € aproximadamente
constante (Figura 7).

Figura 7 - Curva de Zipf
Curva de Zipf

Y:Frequéncia

X:Classificacao

Fonte: Guelpeli (2012)
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Luhn (1958) apresentou uma forma para selecionar os termos de maior relevancia
em um texto, baseando na frequéncia. Assim, define-se um limite superior e um inferior de
corte, conhecido como limiares de corte de Luhn (Figura 8). A esquerda do corte superior (area
1), sdo encontradas as palavras de maior ocorréncia no texto e que podem ser consideradas como
ruido, logo, de baixa significancia (RIEDI, 2015). A direita do corte inferior (area Ill), sdo
encontradas as sentengas de menor ocorréncia. Embora possuam maior significado, elas
representam a maior parte das sentencas de um texto, e também é necessario restringir. A regido
entre os dois cortes (Area I1) concentra os termos que melhor representam o contetido do texto
analisado (RIEDI, 2015).

Figura 8 - Curva de Zipf com os cortes de Luhn

Curva de Zipf e Corte de Luhn
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Fonte: Guelpeli (2012)

2.3 Sumarizacdo automatica

Sumarizacdo automatica (SA) € uma subarea de pesquisa de Processamento de
Linguagem Natural (PLN) que possui a finalidade de produzir sumarios a partir de um ou mais
textos fontes (PARDO, 2008). De acordo com Garay (2015), o objetivo da SA é recuperar o
conteldo mais importante do texto original e apresenta-lo para o usuério final. Além disso, é
necessario organizar essas informacgdes de forma que as ideias principais em referéncia ao texto

fonte sejam mantidas.
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Os primeiros trabalhos na area SA, que merecem destaque devido a relevancia,
surgiram hé cerca de sessenta anos. Um dos principais € o método das palavras-chave de Luhn
(1958) que se baseou na utilizacdo da frequéncia das palavras para definir os termos mais
importantes do texto. Esse principio é utilizado até nos tempos atuais, a medida que se deseja
selecionar as palavras e as frases mais importantes de um texto.

Posteriormente surgiram outros trabalhos que contribuiram para a area, como: a
relevancia da posicdo das frases no texto, dando destaque as palavras contidas no titulo, na
primeira e Ultima frase do texto (BAXANDALE, 1958); a utilizacdo de quatro tipos de
indicadores lexicais de conteudos para identificar documentos relevantes em um repositorio
(RATH, 1961); aplicacdo de outras caracteristicas para sele¢do das sentencas relevantes como
a presenca de palavras pragmaticas, a ocorréncia de palavras de titulos e cabecalhos e a posicao
das sentencas no texto (EDMUNDSON, 1969); a necessidade de restringir dominios para
aprimorar os resultados dos métodos (POLLOCK; ZAMORA, 1975); classificacdo dos
sumarios automaticos de acordo com funcéo, granularidade, técnica de sumarizacao, audiéncia
e numeros de documentos a sumarizar (HUTCHINS, 1987); uso do conhecimento simbdlico e
de técnicas estatisticas para sumariza¢do (HOVY; LIN, 1999).

Os métodos de sumarizacdo de textos sofreram atualizacbes ao longo das ultimas
décadas, mas ndo apresentaram grande variacdo nas técnicas de selecdo das frases importantes,
como por exemplo a frequéncia dos termos e a posicao deles no texto. Novas abordagens que
incluem os aspectos linguisticos e hibridos também foram desenvolvidas. A abordagem
linguistica necessita de uma complexidade maior no emprego dos Seus recursos, por sua vez, a
abordagem hibrida pode ser desenvolvida para produzir um resumo de boa qualidade
combinando técnicas extrativistas e abstrativas. Inicialmente, 0s resumos eram genéricos de
documentos Unicos, mas devido a disponibilidade de grande quantidade de informacdo em
diferentes formatos e idiomas, em conjunto com o avanco da tecnologia, 0S resumos
multidocumentos e multilingues ganharam popularidade nos trabalhos desenvolvidos nessa
area (GAMBHIR; GUPTA, 2017).

Trabalhos recentes mostram a incorporacao de novas abordagens nas pesquisas da
area de sumarizacdo automética de texto. Em seu trabalho, Fattah (2014) propbe um
sumarizador automatico treinavel que utiliza um método hibrido para sele¢éo das sentengas.
Diversas caracteristicas s@o levadas em consideracdo, como por exemplo: a semelhanca de
palavras entre frases, a semelhanca de palavras entre parégrafos, o formato de texto, a
frequéncia dos termos e localizagdo da sentenca. Em Yao (2015), é proposto a sumarizagdo de

documentos em varios idiomas, criando um resumo em um idioma de destino a partir de
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documentos em uma lingua de origem diferente. Por sua vez Benerjee (2015) realizou um
estudo sobre a sumarizagdo de conversas de reunides utilizando a sumarizacgdo abstrativa.

O trabalho de Fang et al. (2017) emprega um novo modelo de classificacdo de palavras
e frases denominado CoRank, nesse trabalho é abordado a sumarizacéo extrativa utilizando a
técnica de pontuacéo de frases. Wu (2017) também utiliza uma nova abordagem baseada em
modelagem de temas para 0s sumarios automaticos extrativos, de modo a alcancar um bom
equilibrio entre a relacdo de compresséo e a qualidade do resumo. Em Rocha e Guelpeli (2017)
foi proposto o PragmaSUM, um sumarizador automatico independente do idioma e dominio
que se baseia na frequéncia das palavras do texto para valoragéo das sentengas.

He (2017) realizou um estudo explorando o contexto social temporal para o0s
sumarios do twitter, levando em consideracéo a dificuldade em realizar a sumarizagdo de tweets
devido ao seu tamanho e sua escrita ser desestruturada. O trabalho de Christian (2016) produziu
um sumarizador automatico de texto utilizando o algoritmo de frequéncia do termo-inverso da
frequéncia nos documentos (TF-1DF).

De acordo com (GAMBHIR; GUPTA, 2017), as pesquisas ha area de sumarizacao
automatica de texto nos Ultimos anos tiveram a finalidade de ap
rimorar as abordagens existentes e desenvolver novos métodos que produzam resumos de maior
qualidade. Apesar desses esforcos, o desempenho dos sumarizadores automaticos ainda é

moderado e a qualidade dos resumos gerados néo corresponde ao de um resumo humano.

2.3.1 Taxonomia dos sumarios automaticos

Os sumarios de forma genérica podem ser classificados conforme diversos critérios.
Tendo como referéncia a funcdo que exercem, podem ser informativos, indicativos ou criticos
(JORGE, 2015). Os sumarios indicativos apresentam apenas uma indicacdo dos topicos
essenciais do texto fonte, nem sempre mantendo o seu significado original. Os sumarios
informativos mantém os aspectos principais do texto fonte, no geral, a leitura do sumario
permite dispensar a leitura do texto principal, pois contém os aspectos mais relevantes. Ja o0s
sumarios do tipo critico ttm a funcdo de avaliar, além de resumir, apresentam anélises,
comparacg0es e opinides sobre o texto original.

Outra classificacdo leva em consideragcdo o nimero de textos fontes que geram 0s
sumarios. Pode ser denominado como monodocumento quando utiliza um dnico texto fonte
para gerar o sumario, ja& o0 multidocumento gera um (nico sumario a partir de diversos textos-
fonte (JORGE, 2015).
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Quanto a sua formacdo, os sumarios podem ser classificados como Abstract ou
Extratos. Estes sdo sumarios compostos pelas informagGes originais dos textos, sem alteracoes,
normalmente € composto pelas sentencas do texto original. Ja aqueles, apresentam informacdes
processadas, incluindo operac6es de selecdo, combinacdo e reescrita de informacgdes (JORGE,
2015).

A construcdo dos sumarios pode ser realizada através da abordagem superficial,
profunda ou hibrida. A abordagem superficial utiliza pouco conhecimento linguistico, uma vez
que o tratamento dos textos-fonte pauta-se comumente em dados estatisticos. Quando o SA
envolve o uso de conhecimento linguistico codificado em gramaticas, repositérios semanticos
e modelos de discurso, diz-se que essa segue a abordagem profunda. Por sua vez, o método
hibrido une o conhecimento linguistico e estatistico (TOSTA, 2014).

Os sumarios podem ser classificados conforme a audiéncia, podendo ser genéricos
ou focados no interesse dos leitores. Quando genéricos, as extracdes das informacGes mais
relevantes dos textos-fonte ndo levam em consideragdo os interesses dos leitores. Por sua vez,
a sumarizacao focada nos interesses do leitor dispde as informacdes conforme o conhecimento
do usuario (DIAS, 2016). O Quadro 1 mostra um resumo dos critérios de classificacdo dos

sumarios:

Quadro 1 - Classificacao de sumaérios

Critério Classificacao
Funcéo Indicativo, informativo ou critico
Audiéncia Genérico ou focado no interesse do leitor
Formacdo Extrato ou abstract
Abordagem Superficial, profunda ou hibrida
NUmero de Texto Fonte Monodocumento ou multidocumento

Fonte: Proprio autor

2.3.2 Avaliacéo de sumarios automaticos

A avaliacdo de sumarios € um assunto que vem sendo bastante estudado e
investigado a anos, devido a dificuldade na realizacdo da avaliacdo, conforme explica Pardo
(2008). Podem existir sumarios construidos de forma diferente e mesmo assim serem
considerados de qualidade ou adequados para determinada aplicacéo.

A avaliagéo feita por humanos, que normalmente é a mais usada e considerada

adequada, possui um alto custo, é demorada e vulneravel a erros. Uma alternativa para esse
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problema € a avaliacdo automaética, apesar de ndo ter as desvantagens da avaliacdo humana,
ainda é alvo de pesquisas para se tornar robusta o suficiente para uma avaliagdo completa.

Para promover 0s avancos dessas pesquisas, acontecem conferéncias internacionais
que tratam sobre a avaliacdo de sumarios automaticos. A TIPSTER Text Summarization
Evaluation (SUMMAC) foi realizada na década de 1990 sendo a primeira conferéncia na area.
Outras importantes conferéncias na &rea de Processamento de Linguagem Natural que também
tratam sobre a avaliacdo de sumarios automaticos sdo a Document Understanding Conference
(DUC), que foi realizada de 2001 até 2007 e posteriormente foi substituida pela Text Analysis
Conference (TAC). O TAC é uma conferéncia internacional composta por uma série de oficinas
de avaliagdo que sdo realizadas para promover a pesquisa na area de PNL e outros campos
similares (GAMBHIR; GUPTA, 2017).

As avaliacOes dos sistemas de SA podem ser classificadas como intrinsecas ou
extrinsecas. Sao consideradas intrinsecas quando se avalia a qualidade do sistema em si, por
meio da analise dos seus sumarios, e extrinsecas, quando se avalia o impacto do sistema de
sumarizacdo afeta a conclusdo de alguma outra tarefa (RINO; PARDO, 2006). Em relacdo ao
que se avalia, pode ser denominada de caixa-preta (black-box), em que se avalia somente a
saida final do sistema, ou transparente (glass-box), em que a saida de cada mddulo interno do
sistema é avaliada (RINO; PARDO, 2006).

Levando em consideracdo se a avaliacdo é realizada por humanos ou via métricas
automaticas, pode-se classificar em on-line ou off-line. Quando é realizada por humanos, €
classificada como on-line, e off-line, quando a avaliacdo € feita através de métricas automaticas
(PARDO, 2008). Outra distincdo que se faz € se a avaliagdo é classificada como autbnoma ou
comparativa. A avaliacdo é classificada como autbnoma quando seu alvo é apenas um sistema
isolado, j& a avaliacdo comparativa, estabelece métricas de avaliagcdo comuns a varios sistemas
(PARDO, 2008).

Duas principais caracteristicas que devem ser avaliadas em um sumario automatico
é a qualidade e informatividade. Normalmente a informatividade é mensurada de forma
automatica e consiste em verificar quanto da informacéo relevante dos textos-fonte é preservada
no sumario automatico. A qualidade do sumaério, na sua grande maioria, € mensurada por
humanos, pois tem o objetivo de analisar gramaticidade, coesdo, coeréncia, foco e clareza
referencial (CARDOSO, 2014).

As principais métricas utilizadas para relacionar o contelido do sumario automatico
com as informagdes do sumario de referéncia sdo as metricas Recall (cobertura) e o Precision

(precis@o). A medida cobertura (C), Equacdo 3, consiste na relagdo entre a quantidade de
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informagdo do sumario gerado automaticamente que esta contemplado no sumaério ideal, e a
quantidade de informacgdo do sumaério ideal. Em contrapartida, a precisdo (P), Equacéo 4, diz
respeito a quantidade de informacdo equivalente entre o sumario ideal e o sumario gerado
automaticamente em relacdo ao total de informacdo do sumario ideal. Em outras palavras, a
precisdo diz a quantidade de informacdo do sumario ideal que estd no sumario automatico,
enquanto a cobertura diz a quantidade de informagao do sumario de referéncia que foi coberta
pelo sumario automatico (JORGE, 2015).

- NSA € NSR A3)
N NSR

b_ NSA € NSR (4)
B NSA

Onde NSA é o numero de sentencas do sumario automatico e NSR é o numero de
sentencas do sumario de referéncia.

As medidas precisdo e cobertura sdo complementares, devido a isso, utiliza-se a
medida F-Measure (F), Equacdo 5, que representa a media harmdnica entre as métricas
Cobertura e Precisdo, além de indicar a qualidade do sumario. Os resultados do F-Measure
variam em um intervalo de [0,1], onde quanto mais proximo de 1 estiver, melhor é a avaliacdo
do sumario.

Normalmente a informatividade é mensurada de forma automatica e consiste em

verificar quanto da informacéo relevante dos textos-fonte é preservada no sumario automatico.

PxC (5)

2.3.3 Trabalhos relacionados

A sumarizacdo automatica de texto tem o objetivo de encontrar o conteddo mais
importante de um documento e criar seu resumo. A avaliagdo desses resumos continua sendo
um problema desafiante, devido a isso, a avaliagdo de sumarios automaticos tem sido uma area
de pesquisa ativa no Processamento de Linguagem Natural.

A medida mais conhecida e amplamente usada de acordo com Dias (2016) é a
ROUGE (Recall-Oriented Understudy for Gisting Evaluation) proposto por Lin (2004). Além

de ser de dominio publico, € a medida mais adotada em conferéncias internacionais. A
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ferramenta determina automaticamente a qualidade de um resumo comparando com outros

resumos, sua ideia basica é contar as sequéncias de palavras entre o resumo gerado pelo

sumarizador e o resumo ideal. A ferramenta ROUGE sera abordada com mais detalhes na Secéo

2.4. Além das medidas da ROUGE, alguns outros trabalhos foram propostos com a finalidade

avaliar os sumarios gerados de forma automatica, por exemplo:

Método da Pirdmide (NENKOVA; PASSONNEAUM, 2004): Esse modelo
considera a frequéncia com que as informacdes ocorrem simultaneamente entre 0s
sumarios de referéncia como o principio para identificar as informagcfes mais
importantes de um texto. Esses fragmentos de textos considerados relevantes sao
denominados nesse método de unidades de contetdo do sumario (SCU). Dessa
forma, a SCU, que estd contida em um maior nimero de sumarios de referéncia,
recebe um maior peso e sdo posicionadas em uma pirdmide de acordo com sua
pontuacdo, sendo que as que possuirem maior pontuacdo ficam no topo. Os sumarios
automaticos sdo avaliados comparando-os com as SCU, sendo considerados mais
informativos aqueles que possuem o maior nimero de SCU préximo do topo da
piramide.

Utilidade Relativa (RADEV; TAM 2003): E uma medida de avalia¢cdo humana, em
que juizes atribuem pontuacBes para cada frase do documento a ser avaliado de
acordo com sua relevancia. A avaliagdo do sumario € obtida através dessa
pontuacao.

Método Basic Elements (BE) (TRATZ; HOVY 2008): O método de cobertura das
unidades elementares realiza a segmentacdo das sentencas do sumario de referéncia
em pequenas unidades de contetudo, sendo esse processo manual. Diante dessas
unidades de contetdo, o juiz humano avalia a porcentagem das informacGes que o
sumario automatico conseguiu cobrir em relacdo ao sumario de referéncia.
AutoSIummENG (AUTOmatic SUMMary Evaluation basedon N-gram Graphs)
(GIANNAKOPOULOS et al., 2008): E uma ferramenta que realiza a avaliacio de
sumarios de forma automatica. A avaliacdo se baseia na comparacdo da
representacdo grafica dos n-gramas dos resumos automaticos com o0s resumos de
referéncia. O AutoSIummENG é independente do idioma devido a sua natureza

estatistica.
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e QARLA (AMIGO et al., 2005): Esse trabalho propde um framework de avaliagdo
capaz de combinar diversos tipos de métricas. O framework realiza a analise de
similaridade entre um conjunto de sumarios de referéncia e sumarios automaticos.

e GEMS (Generative Modeling for Evaluation of Summaries) (KATRAGADDA,
2010): O método utiliza termos de assinaturas, selecionando-as a partir dos resumos
de referéncia com base em um modelo de consisténcia e tagspart-of-speech, como
por exemplo verbos e substantivos. A distribui¢do dos termos de assinatura do texto
fonte é calculada e utilizada para obter a probabilidade de um sumério estar sendo

influenciado por tais termos.

2.4 ROUGE

O ROUGE é um pacote de medidas que utiliza métricas para comparar a quantidade
de informacdo em comum entre o sumario produzido automaticamente e seu sumario de
referéncia utilizado. Explicam Rino e Pardo (2006), esse processo € realizado de forma
completamente automatica, apresentando um desempenho préximo as avaliacdes humanas. No
entanto, a utilizacdo do ROUGE implica na construcdo de sumarios manuais, 0s quais
demandam recursos humanos e financeiros.

As métricas de avaliacdo da ferramenta ROUGE, Figura 9, sdo feitas através da
sobreposicao de sentencas e contagem dos n-gramas entre 0 sumario automatico e o sumario de
referéncia. O n-grama na medida ROUGE, de acordo com Tosta (2014), € considerado como
uma palavra ou conjunto de palavras que ocorrem em sequéncia. Na analise dos n-gramas, as
palavras podem ser consideras individualmente (unigrama), em pares (bigramas) ou ainda de
trés (trigramas) até um total de 4 palavras consecutivas. Por exemplo, na sentenga “Estado de

Minas Gerais” os conjuntos de n-gramas que podem ser formados sdo mostrados no Quadro 2.

Quadro 2 - Possiveis n-gramas da sentenca

N-gramas Conjuntos n-gramas
Unigramas [Estado] [de] [Minas] [Gerais]
Bigramas [Estado de] [de Minas] [Minas Gerais]
Trigramas [Estado de Minas] [de Minas Gerais]
Tegramas [Estado de Minas Gerais]

Fonte: Proprio autor
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Figura 9 - Esquema simplificado da avaliacdo da Ferramenta ROUGE
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Fonte: Delgado (2010)

Os métodos utilizados pela ferramenta ROUGE para mensurar a informatividade

dos sumarios sdo: Rouge-N, Rouge-L, Rouge-W e a Rouge-S. Esses métodos sdo apresentados

no trabalho de Lin (2004), descritos a seguir:

ROUGE-N (N-gram Co-Occurrence Satistics): € uma métrica que informa
a sobreposicdo de palavras (n-gramas) entre sumarios automaticos e
sumarios de referéncia. Nessa métrica, quanto maior a quantidade de n-
gramas do sumario avaliado em relacdo aos sumarios de referéncia, maior a
quantidade de informatividade tera o sumario avaliado.

ROUGE-L (Longest Common Subsequence - LCS): Compara o tamanho de
subsequéncia das palavras existentes entre 0 sumario automatico e um
sumario de referéncia. Quanto maior o tamanho dessa subsequéncia comum,
maior sera a qualidade do sumario de referéncia.

ROUGE-W (Weigthed Longest Common Subsequence): Similar a métrica
do ROUG-L, porém a diferenca é que 0s n-gramas sdo pontuados nao
apenas pela sua ocorréncia e sequéncia, mas também em relacdo ao
posicionamento dos n-gramas dentro da mesma sentenca.

ROUGE-S (Skip-Brigam Co-Occurrence Statistics): E a métrica obtida pela
comparacdo de qualquer par de palavras (bigramas) entre o sumario
automatico e um sumario de referéncia na mesma ordem ou ndo. Por
exemplo a sentenga “police killed the gunman” possui 6 opgdes de pares de
palavras: “police killed”, “police the”, “police gunman”, “killed the”, “killed
gunman” e “the gunman”. O sumario automatico que possuir o maior
namero de bigramas em comum com o sumario de referéncia sera

considerado de melhor qualidade.
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2.5 Corpus

Conforme define Sardinha (2004), a Linguistica de Corpus (LC) ocupa-se na coleta
e exploracédo de corpora (plural de corpus), ou conjunto de dados linguisticos textuais coletados
criteriosamente, com o objetivo de serem utilizados para a pesquisa de uma lingua ou variedade
linguistica. Para isso, dedica-se a exploracdo da linguagem por meio de evidéncias empiricas,
extraidas por computador.

A utilizacdo e a coleta de corpus sdo procedimentos antigos, que remetem aos
tempos da Grécia antiga e da idade média; Na Grécia Alexandre, o Grande, definiu o corpus
Helenistico. Na idade média, produziram-se os corpora de citacGes da Biblia. Nessa época, a
coleta e o estudo de um corpus eram realizados manualmente, por escrito, utilizando fichas de
papel. A finalidade ndo era a pesquisa da linguagem, mas se tratava de um procedimento para
arquivamento e manutencéo de textos, como uma biblioteca (SARDINHA, 2004).

A palavra corpus designa um ‘“corpo” ou conjunto de documentos como, por
exemplo, uma coletanea de textos jornalisticos, conjunto de citacbes da Biblia, bulas de
remeédios ou artigos cientificos. Podendo, assim, ser obtido de diversas formas, oral ou escrito,
levando em consideracdo a necessidade. Por outro lado, 0 mais comum séo textos criados no
formato digital ou digitalizados.

Apesar de existirem diversos corpora disponiveis, podendo eles ser gratuitos ou
pagos, a partir deles é possivel gerar um subcorpus de estudo ou mesmo utilizar o corpus todo
como uma unidade. Dependendo do objetivo da pesquisa, ainda pode ser necessario compilar
um proéprio corpus. Para a compilagdo do corpus, existem trés estagios principais a seguir de
acordo com Aluisio e Almeida (2006): 1) projeto do corpus; 2) manipulacdo, nomeacdo dos
arquivos de textos; 3) anotacédo.

A criacdo de um corpus é processo repetitivo. Tal processo comeca com a selecédo
dos textos, baseada em algum critério significativo para a pesquisa, continua com as
investigagBes empiricas da lingua ou variedade linguistica sob analise e, por fim, tem-se a

revisdo de todo o projeto.
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2.6 Modelo Cassiopeia

O modelo Cassiopeia, proposto por Guelpeli (2012), é um agrupador de texto
hierarquico, com uma nova proposta para 0 méetodo do corte de Lunh. O modelo representado

na Figura 10 é dividido nas etapas de pré-processamento, processamento e pos-processamento.

Figura 10 - Modelo Cassiopeia
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Fonte: Guelpeli (2012)

O processo realizado pelo modelo Cassiopeia inicia com a entrada de textos, etapa
de pré-processamento, quando ocorre a preparacdo do texto para o processo computacional.
Esta etapa utiliza o processo de sumarizagdo com o objetivo de diminuir o nimero de palavras,
viabilizando dessa forma o processamento. Finalizada a etapa de pré-processamento, inicia a
de processamento, que utiliza o processo de agrupamento de textos hierarquicos para agrupa-
los de acordo com a similaridade.

Finalizada a etapa de processamento, comeca a de pds-processamento, em que cada
agrupamento sera constituido por um conjunto de textos-fonte com seus respectivos sumarios,
agrupados de acordo com a similaridade. Os sumarios gerados pelo modelo apresentam alto
grau de informatividade e contém as ideias principais dos textos fontes, caracteristicas da
sumarizagéo.
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2.6.1 Etapa de pré-processamento

A etapa de pré-processamento é uma fase importante para a qualidade do modelo
Cassiopeia. Nesta etapa acontece a limpeza dos textos, a preparacdo para 0 processamento
computacional, mas o principal objetivo é a reducdo do volume de palavras, tendo assim um
ganho qualitativo e quantitativo para o processamento (ARANHA, 2007).

Foi proposto por Guelpeli (2012) a utilizagdo da técnica de sumarizagdo na etapa
de pré-processamento com a finalidade diminuir o volume de palavras, permitindo, dessa
forma, reduzir a dimensionalidade e os dados espacgos. A aplicacdo dessa técnica proporcionou
para 0 modelo um ganho de qualidade e processamento, e permitiu 0 ndo uso da lista de
stopwords, tornando o modelo Cassiopeia independe do idioma.

Outra contribuicdo com o uso da sumarizacdo é o nivel de informatividade no
modelo. De acordo com Guelpeli (2012), a lista de stopwords tem o objetivo apenas de retirar
palavras mais frequentes do texto, com a finalidade de diminuir o nimero de palavras. A
sumarizacao por sua vez, alem de realizar a diminui¢do, mantém as sentencas com maior grau
de informatividade, mantendo a ideia do texto, uma caracteristica da sumarizacao fundamental

para o processo de agrupamento.

2.6.2 Etapa de processamento

O agrupamento de texto por similaridade € utilizado na etapa de processamento, e
acontece quando nédo se conhece os elementos do dominio disponivel, buscando, dessa forma,
agrupar automaticamente os elementos através de algum critério de afinidade ou similaridade
(R1ZZl et al., 2000) e (LOH, 2001).

A técnica de sumarizacdo proposta na etapa de pré-processamento, conforme
destaca Guelpeli (2012), proporcionou ao modelo Cassiopeia a utilizagdo de um novo método
de corte de Luhn (superior e inferior), representado na Figura 11. O modelo implementa um
novo método baseado no corte de Lunh, em que utiliza um corte médio na distribuicdo da
frequéncia das palavras. Com a finalidade viabilizar essa mudanca no corte de Lunh, foram
utilizados centroides, com o objetivo de apresentar o espago amostral, e para organizagéo dos
textos nos agrupamentos, foi aplicado o método hierarquico aglomerativo e o algoritmo

Cliques, garantindo dessa maneira a similaridade entre os textos agrupados.
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O modelo Cassiopeia utiliza a frequéncia relativa como instrumento de caracterizar
e avaliar a relevancia de um conjunto de palavras do documento que sera agrupado. A

relevancia é definida conforme a frequéncia com que se encontra no documento, € calculada
através da Equacdo 6 (GUELPELI, 2012).

FabsX (6)
N

F.X =

Onde E.X é igual a frequéncia relativa de X, F ;X é igual a frequéncia absolta de
X, ou seja, a quantidade de vezes que X, a palavra aparece no documento e N € igual ao nimero
total de palavras do documento (GUELPELLI, 2012).
Tendo como base o0s pesos das palavras, obtidos na frequéncia relativa, é calculada
a média sobre o total de palavras no documento. Nessa etapa, 0 modelo usa a truncagem, ou
seja, um tamanho maximo de 50 posicdes (WIVES, 2004) para os vetores de palavras (Figura
11), realizando um corte que representa a frequéncia média das palavras obtidas com o0s
calculos, e, em seguida, realiza a organizacdo dos vetores de palavras (GUELPELI, 2012).
Conforme Wives (2004), 50 palavras séo suficientes para construir centroides com boa
qualidade, uma vez que centroides com mais de 50 palavras apenas aumentariam a demanda
por processamento. O modelo Cassiopeia divide esse vetor de 50 palavras, ordenada de forma
decrescente, com 25 posicdes a esquerda e 25 posi¢des a direita da frequéncia média, calculada
para fazer a ordenacdo do vetor.
O passo a passo do novo método para definicdo do corte de Lunh, utilizado para a
selecdo dos atributos, é exemplificado no trabalho de Guelpeli (2012):
1. Calcular a frequéncia relativa: quantas vezes cada palavra aparece no
documento, dividido pelo nimero total de palavras do documento;
2. Ordenar as palavras em ordem decrescente de frequéncia (da maior para a
menor);
3. Achar a frequéncia média das palavras, somando as frequéncias relativas e
dividindo pelo nimero total de palavras do documento;
4. Encontrar a primeira palavra cuja frequéncia é mais proxima a média;
5. Marcar esta palavra e escolher, incluindo-a, mais as 24 anteriores
(esquerda);
6. Marcar esta palavra e escolher as 25 posteriores (direita);

7. Montar o vetor em ordem decrescente com as 50 palavras escolhidas.
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Figura 11 - Selecéo dos atributos no modelo Cassiopeia
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O modelo Cassiopeia utiliza 0 método hierarquico para organizar seus textos em
agrupamentos, que sdo particionados produzindo uma estrutura hierarquica, que facilita a
visualizacdo dos agrupamentos a cada ciclo de processamento, bem como grau de similaridade
obtida entre eles com o uso do algoritmo. Esse método ndo requer definicdo de nimero de
agrupamento, a principal vantagem é a facilidade de trabalhar com qualquer medida de
similaridade utilizada. No método hierdrquico aglomerativo, 0s agrupamentos sao
recursivamente criados, considerando a medida de similaridade (GUELPELI, 2012).

O algoritmo utilizado no processo de Clusterizacdo é o Cliques que se baseia em
teoremas de axiomas conhecidos como teorema de grafos. De acordo com Wives (2004) e
Guelpeli et al. (2007), os agrupamentos tendem a ser mais coesos e de melhor qualidade, sendo
mais adequado para o uso no agrupamento de texto. Conforme explica Guelpeli (2012), foi

realizada uma adaptacdo no célculo da similaridade.

2.6.3 Etapa de pds-processamento

Nesta etapa, 0 modelo terd como saida uma estrutura hierarquica com os textos

agrupados por similaridade e sumarizados. Dessa forma, permite uma melhor avaliacdo em
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comparacdo a outros agrupadores de textos. Devido & sumarizacdo, 0s textos possuem um
namero bem menor de sentenca, com alto grau de informalidade.

Conforme destaca Guelpeli (2012), com os textos agrupados no pds-processamento
é possivel realizar a recuperacdo de documentos e, a partir da sua analise, € possivel obter outros
similares. Através dessa organizacdo estrutural, uma generalizacdo e/ou especificagdo de
documentos pode ser feita, pois parece ser interessante possibilitar a consulta a outros
documentos mais especificos ou mais genéricos, sendo possivel ter o texto fonte e o seu sumario

correlato.
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3 METODOLOGIA

Este capitulo apresenta a metodologia utilizada para a realizacdo deste trabalho.
Inicialmente sdo apresentadas as etapas de criagdo do corpus educacional, sua estrutura
organizacional e as estatisticas de cada categoria que compde o corpus. Posteriormente é
descrito o processo de sumarizacdo e avaliacdo dos sumarios automaticos, bem como as
ferramentas que realizaram a sumarizacéo do corpus e a avaliagcdo. Por fim, sdo apresentadas
as medidas de dispersdo utilizadas para analisar os resultados da avaliacdo dos sumarios

automaticos.

3.1 Corpus

O corpus educacional (AGUIAR; ROCHA; GUELPELI, 2017) construido neste
trabalho utilizou as etapas metodoldgicas para compilacdo de um corpus definidas por Aluisio
e Almeida (2006). A compilacéo foi descrita em trés estagios principais:

1) Projeto do corpus: Etapa que realiza a selecdo dos textos pertinentes e
relevantes para a pesquisa, definindo, assim, tamanho, composi¢cdo em
termos dos textos existentes, tal como dos géneros aos quais eles pertencem.

2) Compilagdo e manipulacdo do corpus: A compilagdo constitui no
armazenamento em arquivos predeterminados de todos os textos
selecionados. A manipulacdo consiste na conversdao dos textos para o
formato “.txt”. Além disso, a realizacdo da limpeza e formatacdo com a
finalidade de preparar o corpus para o processamento computacional.

3) Anotacdo: Esta etapa realiza a documentacdo das informacgdes do corpus,
podendo ser classificado em dois niveis, anotacdo estrutural e linguistica.

O corpus é constituido de artigos cientificos em portugués no dominio educacional
e sua compilacio teve duracdo de quatro meses. E dividido em dez categorias, que foram
escolhidas utilizando como base a classificacdo feita pela Coordenacdo de Aperfeicoamento de
Pessoal de Nivel Superior (CAPES) para a grande &rea da educacdo. As categorias escolhidas
para compor o corpus foram: Educacédo Especial; Educagdo Permanente; Educacéo Pre-escolar;
Ensino-aprendizagem; Filosofia da Educacdo; Histéria da Educacdo; Politica Educacional;
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Psicologia Educacional; Sociologia da Educacdo e Tecnologia Educacional. A tabela com a
classificagdo encontra-se disponivel no site da CAPES?.

Na etapa de projeto que realiza a selecéo dos textos, foi definida a escolha de artigos
cientificos para compor o corpus, justificada devido a necessidade em obter palavras-chave do
texto e também um resumo de cada texto escrito por um especialista. Esses serdo utilizados em
simulacOes de sumarizacdo e avaliagdo de sumarios automaticos neste trabalho e em trabalhos
do grupo de pesquisa Mineracdo de Textos e Processamento de Linguagem Natural e
Aprendizado de Maquina (MTPLNAM). Os artigos cientificos atendem esses requisitos por
meio do resumo criado pelo autor e também com as palavras-chave (KeyWord).

Os artigos foram selecionados, em sua maioria, do repositorio Scientific Electronic
Libary on-line (SCIELO?). As categorias em que ndo foram possiveis o preenchimento total no
repositorio da SCIELO - que foram as categorias: Educacao permanente; Ensino aprendizagem;
Filosofia da Educacdo; Politica Educacional e Sociologia da Educa¢do — foram completados
por artigos encontrados no Buscador Coruja®. A categoria Educacio Pré-escolar também foi
preenchida com artigos encontrados em pesquisas realizadas no Google Academic®.

A proxima etapa, conforme Aluisio e Almeida (2006), ¢ a compilacdo e
manipulagcdo do corpus. Os textos selecionados na primeira etapa foram armazenados em
arquivos do tipo “.txt” e retirado tudo que ndo fazia parte do texto, como por exemplo: graficos,
tabelas, figuras e nimeros de paginas. Essa acédo teve a finalidade de deixar o corpus compativel
com processamento computacional.

As categorias foram separadas em pastas. Para cada uma das dez categorias foi
criada uma pasta. Dentro de cada categoria, o corpus foi dividido em cinco subpastas, conforme
exemplifica a Figura 12. Na primeira subpasta, “Anotagdo”, estdo armazenadas as estatisticas
de cada categoria e as informagdes estruturais do texto; na segunda, “Artigos Originais”,
armazenam-se os artigos originais no formato “.pdf’. Na subpasta “palavras-chave”, sdo
armazenadas as palavras-chave escolhidas pelo autor do artigo. A subpasta “Resumos”
armazena os resumos manuais de cada artigo, e, por fim, a subpasta “Textos” armazena o0 texto

dos artigos ja formatados e limpos, prontos para serem submetidos ao processo de sumarizacao.

! Disponivel em: http://www.capes.gov.br/avaliacao/instrumentos-de-apoio/tabela-de-areas-do-conhecimento-
avaliacao
2 Disponivel em: http://www.scielo.br/

3 Disponivel em: https://buscadorcoruja.com/
4 Disponivel em: https://scholar.google.com.br/
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Figura 12 - Conteldo de cada categoria
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Com a finalidade de organizar e padronizar os arquivos, eles foram nomeados de
acordo com as pastas em que estdo inseridos com uma numeracdo de 01 a 50, sendo que 0s
arquivos de um mesmo artigo possuem o mesmo nimero. Dessa forma, o artigo armazenado na
subpasta “Artigos Originais” com o nimero 16 tera suas respectivas informagdes nas outras

pastas com o nome “chavel6”, “resumol6” e “texto16”. Esse padrdo ¢ mostrado na Figura 13.

Figura 13 - Arquivos organizados na pasta “Resumos”
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Fonte: Proprio autor

Na ultima etapa, anotacdo, foi realizada a documentagcdo das informacgdes do
corpus. Foram armazenadas nas subpastas “anotagdo” as informagdes estruturais e os dados
estatisticos de cada categoria; o corpus é formado por 500 artigos, sendo 50 artigos para cada
categoria. As informagdes estatisticas foram mensuradas através do software FineCount 2.6

free. O corpus é formado por 2.999.646 palavras no total, a Tabela 1 sintetiza as estatisticas dos
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textos separadas nas 10 categorias que compdem o0 corpus, mostra também o nimero de
palavras por categorias e 0 nimero médio de palavras por texto de cada uma destas. De acordo

com a tabela, a média de palavras por categoria € 299.964,6 e a média por texto é de 5.999,29.

Tabela 1 - Estatisticas dos textos fonte do corpus

Categorias Caracteres Palavras Zﬂ;‘gﬁ;: Méd Elot;iie[:(a;:)avras
Educacéo Especial 1389371 274182 281052 5483,64
Educacdo Permanente 1391696 281035 285382 5620,7
Educacéo Pré-escolar 1442290 281091 286480 5621,82
Ensino Aprendizagem 1374495 275404 279809 5508,08
Filosofia da Educacéo 1514556 313779 317365 6275,58
Historia da Educagéo 1918883 392515 400849 7850,3
Politica Educacional 1846727 371540 379529 7430,8
Psicologia Educacional 1365382 266666 271889 5333,32
Sociologia da Educagéo 1643482 329689 334182 6593,78
Tecnologia Educacional 1074809 213745 218345 42749
Total 14961691 2999646 3054882 59992,92
Desvio Padrao 249063,72 53007,45 54042,24 1060,14
Média Geral 1496169,1 299964,6 305488,2 5999,29

Fonte: Proprio autor

Na Tabela 2, sdo mostradas as estatisticas dos sumarios manuais dos 10 dominios que

formam o corpus, hd um total de 168.993 palavras e uma média geral de 3.379,86 por texto.



Tabela 2 - Estatisticas dos sumarios manuais

. Palavras e Média de
Categorias Caracteres Palavras nuMmerais palavras por
texto

Educac&o Especial 116123 22633 22899 452,66
Educacdo Permanente 91635 18425 18654 368,5
Educacdo Pré-escolar 81817 16054 16279 321,08
Ensino Aprendizagem 88281 17413 17593 348,26
Filosofia da Educacdo 77857 16240 16304 324,8
Histdria da Educacéo 71999 14804 14984 296,08
Politica Educacional 76407 15506 15694 310,12
Psicologia Educacional 81145 15594 15826 311,88
Sociologia da Educagéo 77136 15320 15368 306,4
Tecnologia Educacional 88193 17004 17341 340,08

Total 850593 168993 170942 3379,86
Desvio Padrdo 12535,78 2289,02 2326,87 45,78
Média Geral 81481 16147 16291,5 322,94

Fonte: Préprio autor
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Na Figura 14 é apresentada a estrutura do Corpus em Educacdo compilado neste

trabalho. No total sdo 500 artigos selecionados, com 50 textos fontes, 500 sumarios de

referéncia, 500 grupos de palavras-chave. Todos os textos pertencem ao dominio educacional

conforme descrito na etapa de projeto.

Figura 14 - Diagrama do Corpus em Educacéo
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3.2 Sumarizagdo automatica

Para o processo de sumarizacdo automatica, foram utilizados trés sumarizadores
encontrados na literatura, BLMSumm (OLIVEIRA; GUELPELLI, 2011), GistSumm (PARDO,
2002) e o PragmaSUM (ROCHA; GUELPELLI, 2017), que seréo descritos a seguir. A escolha
desses sumarizadores foi realizada com base a atender trés critérios desta pesquisa, como, a
gratuidade na utilizacdo da ferramenta, a capacidade de realizarem a sumarizacéo de texto no
idioma portugués, e a possibilidade de definir percentuais de compressao. Foram selecionados
0s que viabilizam uma faixa de compressao de 50% a 90%.

A sumarizacdo do corpus foi realizada utilizando quatro taxas de compressao: 90%,
80%, 70% e 50%, dessa forma, foram gerados sumarios com o tamanho correspondente a 10%,
20%, 30% e 50%, respectivamente, em relacdo ao texto original. Assim sendo, foi realizada a
sumarizacdo nos 500 textos fontes, das 10 categorias do corpus, utilizando as 4 taxas de
compressdo e 0s 3 sumarizadores. No resultado do processo de sumarizagdo, foram obtidos um

total de 6 mil sumarios automaticos.

3.2.1 GistSumm

O sumarizador automético GistSumm (PARDO, 2002) procura simular a forma de
sumariza¢do humana. Quando uma pessoa sumariza um texto, ela procura identificar a ideia
principal, em inglés, é o gist do texto. De maneira similar, o processo principal do GistSumm
consiste na identificacdo da sentenca principal do texto fonte — a partir da que melhor representa
a ideia central, selecionam as outras sentengas que irdo compor 0 sumario automatico — e na
forma como as outras sentencas sao selecionadas em funcéo desta (PARDO, 2002).

Conforme explica Pardo (2002), o processo de sumariza¢do consiste em trés
etapas: segmentacdo sentencial, ranqueamento e selecdo de sentengas. A Figura 15 mostra a
arquitetura do GistSumm. Na primeira etapa, as sentencas séo identificadas por meio de regras
baseadas na ocorréncia de sinais de pontuacdo, como o ponto e 0s sinais de interrogacdo e
exclamacéo. A proxima etapa, ranqueamento, consiste em atribuir uma pontuacao as sentengas
identificadas, através de métodos estatisticos, com o objetivo de identificar a sentenga principal,
denominada como sentenca-gist. Na ultima etapa, serdo selecionadas as sentencas que formaréo

0 sumario, o numero de sentengas escolhidas depende da taxa de compressdo escolhida.
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Figura 15 - Arquitetura GistSumm
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Fonte: Pardo (2002)

3.2.2 BLMsumm

O sumarizador automatico BLMSumm (OLIVEIRA; GUELPELI, 2011) que
prople a utilizacdo de heuristicas e metaheuristica na solu¢do do problema de geracdo de
sumarios automaticos, que é apresentado como um problema de otimizacdo. O processo de
sumarizacdo do BLMsumm é composto de trés fases: pré-processamento, processamento e pos-
processamento. A Figura 16 apresenta o0 modelo do BLMSumm.

Na fase de pré-processamento, ocorre a preparacgdo e geracao de um grafo bipartido
que tem como objetivo realizar a identificacdo e selecdo dos atributos. Na fase de
processamento, sdo escolhidas as sentencas que fardo parte dos sumarios. Por fim, na fase de
pOs-processamento, gera um arquivo de texto sumarizado a partir das sentencas recebidas da
fase de processamento (OLIVEIRA; GUELPELLI, 2011).
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Figura 16 - Modelo BLMSumm
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3.2.3 PragmaSUM

O PragmaSUM (ROCHA; GUELPELI, 2017) é um sumarizador automatico de
textos independentemente do idioma e dominio. Uma funcionalidade que se destaca no
PragmaSUM ¢ a possibilidade de personificar o sumario com a utilizacdo de cinco palavras
escolhidas pelo usudrio. A utilizacdo dessas palavras tem a finalidade de realizar a valoracao
das sentencas do texto fonte, podendo dessa forma gerar sumarios mais precisos, conforme o

perfil do usuario. A Figura 17 mostra a tela principal do PragmaSUM.
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Figura 17 - Tela principal do PragmaSUM
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O PragmaSUM utiliza a técnica proposta por Guelpeli (2012) para reducéo da alta
dimensionalidade e dos dados esparsos. Para isso, calcula a média da frequéncia das palavras
do texto fonte e escolhe/seleciona as palavras que tém a frequéncia mais proximo da média,
realizando um corte com 50 palavras que serdo usadas na valoracdo das sentencas do texto
(ROCHA; GUELPELI, 2017).

O sumarizador possibilita duas formas de sumarizagéo, a sumarizagdo de apenas
um texto, com a opcdo de utilizar palavras para a personificacdo do sumario, ou a sumarizacao
de texto em lote, realizando assim a sumarizacdo de dezenas de textos de uma s6 vez. O
processo de sumarizacdo do PragmaSUM é dividido nas fases de pré-processamento e a
sumarizacgéo do texto (ROCHA; GUELPELLI, 2017).

3.3 Avaliadores automaticos

O processo de avaliacdo dos sumarios automaticos foi realizado pela ferramenta
ROUGE e pelo modelo Cassiopeia. Foram utilizados os 6 mil sumarios automaticos gerados no
processo de sumarizacgao do corpus em educacdo, divididos em suas 10 categorias e as 4 taxas
de compressdo 90%, 80%, 70% e 50%.
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As métricas obtidas no processo de avaliacdo foram o Recall, o Precision e 0 F-
Measure. Essas métricas foram mensuradas na ferramenta ROUGE através da comparagédo
entre o sumario de referéncia, escrito pelo autor, e 0 sumario automatico. Por sua vez, as
métricas foram obtidas no modelo Cassiopeia, através do agrupamento de texto realizado nele.
A métrica adotada para mensurar a qualidade dos sumaérios foi a F-Measure, pela
sua importancia, pois seu valor representa uma média harménica entre as métricas Recall e

Precision, combinando em uma Unica média as duas métricas.

3.3.1 Avaliagéo modelo Cassiopeia

O modelo Cassiopeia € um agrupador de texto hierarquico independente do idioma
e dominio, apresentado na Secdo 2.6. O Cassiopeia possibilita associar outras técnicas no
processo de clusterizagdo, como a sumarizagao e a utilizacdo de listas de stopwords. Como o0s
textos ja foram sumarizados, foi utilizado apenas o método de clusterizacéo.

O processo de clusterizacdo ocorreu em lote, sendo que para participarem de um
mesmo lote 0 sumario automatico deveria pertencer a mesma categoria, com a mesma taxa de
compressdo e terem sidos sumarizados pelo mesmo sumarizador. Para cada processo de
clusterizagdo em lote ocorreu uma repeticdo de 50 vezes, com a finalidade de obter resultados
com menor interferéncia.

O resultado do processo de clusterizacdo sdo os sumarios agrupados de acordo a
similaridade identificada pelo algoritmo do modelo Cassiopeia e as métricas externas Recall,
Precision e F-Measure, que mensura a qualidade de agrupamento. A Figura 18 mostra a tela
principal do modelo Cassiopeia.
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Figura 18 - Tela principal do modelo Cassiopeia

£l Modelo Cassiopeia = [ B [

| Configurar | Sumarioz | Clusters | Aprendizado | Help!

Nova tarefa

- Método de geracdo utilizado
.L{ [ Clusterizacao j

v Logar simulagdo Executarl =
&3 Batch

/o
13 arguivos a serem processados

D:\Google 2VAvaliagdo Sumarios\Resultado Cassiopeial50%\BLMSumm\EDUCACAC PRE-ESCOLAR\Artigo01.txt
D:\Google 2VAvaliagdo Sumarios\Resultado CassiopeiatS0%\BLMSumm\EDUCACAQ PRE-ESCOLAR AMIgo02.txt
D:\Google 2VAvaliagdo Sumarios\Resultado Cassiopeia\50%\BLMSumm\EDUCACADQ PRE-ESCOLAR\Artigo03.txt
D:\Google 2VAvaliagdo Sumarios\Resultado Cassiopeial50%\BLMSumm\EDUCACAC PRE-ESCOLAR\Artigo04.txt
D:\Google 2\Avaliagdo Sumarios\Resultado Cassiopeial50%\BLMSumm\EDUCACAQ PRE-ESCOLAR\Artigo0s. bt
D:\Google 2VAvaliagdo Sumarios\Resultado Cassiopeiat50%\BLMSumm\EDUCACAQ PRE-ESCOLAR AMigo06.txt
D:\Google 2VAvaliagdo Sumarios\Resultado Cassiopeia\50%\BLMSumm\EDUCACAQ PRE-ESCOLAR\Artigo07.txt
D:\Google 2VAvaliagdo Sumarios\Resultado Cassiopeial50%\BLMSumm\EDUCACAC PRE-ESCOLAR\Artigo0s.txt
D:\Google 2VAvaliagdce Sumarios\Resultado Cassiopeiat50%\BLMSumm\EDUCACAQ PRE-ESCOLAR AMIgo09.txt
D:\Google 2VAvaliagdc Sumarios\Resultado Cassiopeial50%\BLMSumm\EDUCACAQ PRE-ESCOLAR \AMigol0.txt
D:\Google 2VAvaliagdo Sumarios\Resultado Cassiopeia\50%\BLMSumm\EDUCACADQ PRE-ESCOLARMArtigoll.txt
D:\Google 2VAvaliagdo Sumarios\Resultado Cassiopeial50%\BLMSumm\EDUCACAC PRE-ESCOLAR\Artigol2.txt
D:\Google 2VAvaliagdce Sumarios\Resultado CassiopeiatS0%\BLMSumm\EDUCACAQ PRE-ESCOLAR AMIgol3.txt

| m@ Selecionar arguivos | ¥ Deletar arguivo |
@ | Configurar logger |

Pronte  |Pagina referente as configuragdes do aplicativo,

Fonte: Guelpeli (2012)

3.3.2 Avaliagéo ferramenta ROUGE

A ROUGE, apresentada na Sec¢do 2.4, é uma ferramenta de avaliacdo de sumarios
automaticos reconhecida pelos pesquisadores da area. De acordo com Cohan e Goharian (2016),
a ROUGE é uma das primeiras e mais utilizadas métricas de avaliacdo de resumos, tem sido
utilizada nas principais conferéncias sobre o assunto, como a Text Analysis Conference (TAC).

O processo de avaliacdo de sumarios automaticos da ferramenta ROUGE requer,
para cada sumario automatico avaliado, um sumario humano de referéncia. No corpus criado
por este trabalho, os sumarios de referéncia serdo os resumos dos artigos escritos pelos autores.

A ferramenta foi utilizada através do terminal de linha de comando no sistema
operacional UBUNTU 16.04 LTS. A ROUGE permite que a avaliacdo acontega em lote, para
iSS0, € necessario que exista uma relacdo entre 0s nomes dos sumarios automaticos com os dos
sumarios manuais. Essa padronizacdo dos nomes e também a configuracdo dos enderecos das
pastas onde estdo os sumarios manuais e de referéncia é realizada no script da ROUGE

“executeRouge.sh”, conforme mostra 0 texto na Figura 19.
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Figura 19 - Script “executeRouge.sh” da ferramenta ROUGE
#!/bin/bash
zet -e

FEfgLdantnLeaananRen Rt Rdy
# Caminho até este script #
PG nRLERRRRRRER RN Ly
BASE=5 (pwd)

FRfgddaanadiaanaadianaae

# Diretdrio envolvidos #

FEEFLL LR hee
MANUATIS=5BASE/SumariosManuais
AUTOMATICOS=5BASE/Sumarioshutomaticos

AVALIACRO=SBRASE/Avaliacao

(e i s E S S SRR S S SRR LS SR

# Parametros dos sumarlios manuais #
FRAGddaaiadiaanaad st
PﬁEFIK_HAHUALE=HesumD
EUFIH_HAHUAIE=.:M:

E E  E s L
# Parametros dos sumarios automaticos #
(e s SRS SRS S S S ET S ST S R EREE SR EE L L
PEEFIX AUTOMATICOS=Sumario

SUFIX AUTOMATICOS=.txt

Fonte: Préprio autor

A ferramenta ROUGE gera como saida do processo de avaliacao planilhas contendo
os valores das métricas F-Measure, Precision e Recall de acordo com a comparagdo entre o
sumario automatico e o respectivo sumario de referéncia. Esses valores gerados serdo discutidos

e comparados no Capitulo 4.

3.4 Medidas de dispersao

As medidas de dispersdo tém a finalidade de mensurar o grau de variabilidade dos
valores em torno da média. Em um conjunto de dados, se todos os valores de uma variavel estdo
préximos, isso mostra que os elementos que compdem esse conjunto nao sdo muito diferentes,
dessa forma, a dispersdo entre esses elementos é pequena. No entanto, se 0s valores estdo
dispersos, revela diferenca entre os elementos, sendo que quanto maior a dispersédo, maior a
diferencga.

Nesse sentido, com a finalidade de mensurar a disperséo entre os valores calculados

no processo de avaliacdo dos sumarios automaticos utilizando a ferramenta ROUGE e modelo
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Cassiopeia, este trabalhou utilizou as medidas de dispersdo: amplitude total, desvio padrao,

variancia e coeficiente de variacao.

3.4.1 Amplitude

A amplitude de um conjunto de valores é a diferenca entre 0 maior e 0 menor valor,
Equacdo 7. A amplitude é uma medida sensivel aos valores externos, pois utiliza apenas 0s
valores maximos e minimos no seu calculo. Por outro lado, como é uma medida que possui
calculos e compreensdo faceis, é bastante utilizada em controle estatistico de processos
(TRIOLA, 2014).

AmplitUde = XMaximo — XMinimo- (7)

3.4.2 Desvio padrao

O desvio padrdo de um conjunto de valores € uma medida de variacdo que
determina a dispersdo. Pode ser calculado utilizando todos os elementos que compdem o
universo desses valores, sendo denominado de desvio padrdo (Equagdo 8). As seguintes
propriedades definem o desvio padrdo (TRIOLA, 2014):
e O valor do desvio padréo é usualmente positivo, assume o valor zero apenas
guando todos os valores do conjunto de dados sao iguais.
e O valor do desvio padréo pode oscilar drasticamente com a inclusdo de um
ou mais valores atipicos.
e O desvio padrdo é uma medida da variacdo de todos os valores do conjunto

em relacdo a média.

(8)

?:1(951' - Y)Z
- .

Onde X é a média do conjunto dos valores e n é a quantidade de elementos no

conjunto.
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3.4.3 Variancia

A variancia de um conjunto de valores é uma medida da variacdo igual ao quadrado

dos desvios (TRIOLA, 2014). A variancia € calculada de acordo com a Equacdo 9.

2 — 2?:1(Xi_i)2. (9)

n

o

Onde X é a média do conjunto dos valores e n é quantidade de elementos no

conjunto.

3.4.4 Coeficiente de variacdo

O coeficiente de variacdo (CV) trate-se de uma medida relativa de disperséo util
para comparacdo em termos relativos de grau de concentracao. Pode ser calculado através de
um conjunto de dados (Equacéo 10) ndo negativos, expresso como um percentual, e descreve o
desvio padréo relativo a média (TRIOLA, 2014).

CV = 2% 100%. (10)

>ila

Onde o € o desvio padrdo e X é a média do conjunto dos valores.

Quanto menor for o valor do coeficiente de variacdo, mais homogéneos serdo 0s
dados. De forma geral, se o valor do CV for menor ou igual a 15%, diz-se que os dados possuem
baixa dispersdo, entre 15% a 30%, € considerada média dispersao, e acima de 30% diz-se que
os dados possuem alta dispersdo (CORREA, 2003).
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4 RESULTADOS

Este capitulo apresenta os resultados das avaliacbes dos sumarios automaticos
realizadas pela ferramenta ROUGE e o modelo Cassiopeia. Primeiro, serdo mostrados 0s
resultados do F-Measure organizados de acordo com as taxas de compresséo determinadas na
etapa de sumarizacdo (Secdo 4.1.1); posteriormente serdo apresentados os resultados do F-
Measure organizados de acordo com as categorias do corpus educacional (Secao 4.1.2). Em
sequida, serdo exibidas as dispersdes dos resultados da medida F-Measure para os dois
avaliadores (Secdo 4.1.3) e, por fim, serdo realizadas as discussdes dos resultados obtidos
(Secdo 4.2).

4.1 Resultados das avalia¢Oes

O processo de avaliacdo dos sumarios automaticos foi realizado pela ferramenta
ROUGE e pelo modelo Cassiopeia fazendo o uso dos 6 mil sumarios automaticos gerados no
processo de sumarizacdo do corpus em educagdo a partir dos seguintes sumarizadores:
PragmaSUM, GistSumm e BImSumm, conforme descrito na Se¢do 3.2. As métricas obtidas no
processo de avaliacdo foram o Recall, o Precision e 0 F-Measure, sendo essas métricas
mensuradas na ferramenta ROUGE através da comparacdo entre o sumario de referéncia,
escrito pelo autor, e 0 sumario automatico. Por sua vez, foram obtidas no modelo Cassiopeia,
através do agrupamento de texto nele realizado.

A métrica adotada para mensurar a informatividade dos sumarios e comparar as
avaliacdes realizadas pela ferramenta ROUGE e o meodelo Cassiopeia foi o F-Measure, devido
a sua importancia na literatura. Os resultados dessa métrica serdo apresentados atravées da sua
meédia acumulada, isso permitira diminuir os ruidos nos resultados das avaliacfes da ferramenta
ROUGE e do modelo Cassiopeia, além de que favorecera a interpretacdo e comparacao dos
resultados. Na apresentacdo dos resultados, cada sumarizador sera representado pela primeira
letra do seu nome em conjunto com a primeira letra do avaliador. Desta forma o sumarizador
PragmaSUM avaliado pelo Cassiopeia e ROUGE seréo respresentados respectivamente por:
“P-C” e “P-R”. Por sua vez, o sumarizador GistSumm sera representado por: “G-C” e “G-R”;

e o sumarizador BlmSumm por: “B-C” e “B-R”.



58

4.1.1 Resultado por taxa de compressao

Esta secdo descreve os resultados da média acumulada do F-Measure obtidos
através das avaliacbes dos sumarios automaticos realizadas pelo modelo Cassiopeia e a
ferramenta ROUGE. Foram utilizados nas avaliagbes o0s sumarios automaticos das 10
categorias que compdem o corpus educacional. Os resultados serdo apresentados organizados
de acordo com as quatro taxas de compressdao (50%, 70%, 80% e 90%) utilizadas na

sumarizagéo.

4.1.1.1 Taxa de compressdo de 50%

A Tabela 3 e o Gréfico 1 demonstram a comparacdo das medias acumuladas do F-
Measure geradas pelos avaliadores utilizando os sumarios automaticos com grau de compressao
de 50%.

Tabela 3 - Resultados da medida F-Measure obtidos pelo Cassiopeia e a ROUGE através das avaliagOes
dos sumdrios automaticos de todas as categorias
Categorias B-R G-R P-R B-C G-C P-C

Educacdo Especial (EE) 0,1384 0,1374 0,1225 0,1784 0,2416 0,2964
Educagdo Permanente (EP) 0,1112 0,1212 0,0918 0,3400 0,3430 0,0974
Educacdo Pré-escolar (ES) 0,1055 0,1300 0,0857 0,2400 0,3076 0,1800
Ensino-aprendizagem (EA) 0,1116 0,1175 0,1035 0,204 0,2166  0,2644
Filosofia da Educagéo (FE) 0,0846 0,1019 0,0712 0,2368 0,1318 0,1140
Histéria da Educacdo (HE) 0,0673 0,0677 0,0535 0,2100 0,2800 0,3300
Politica Educacional (PE) 0,0750 0,0758 0,0780 0,0832 0,0852 0,1502

Psicologia Educacional (PD)  0,1029 0,1181 0,085 0,9036 0,1294 0,1474

Sociologia da Educacdo (SE)  0,0803 0,0898 0,0789 0,1724 0,1994  0,1306

Tecnologia Educacional (TE)  0,1348 0,1375 0,1255 1,0000 1,0000 0,0886
Fonte: Proprio autor
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Gréfico 1 - Resultados da medida F-Measure obtidos pelo Cassiopeia e a ROUGE através das avaliacbes
dos sumarios automaticos de todas as categorias
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4.1.1.2 Taxa de compressao de 70%
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A Tabela 4 e o Grafico 2 mostram a comparacdo das médias acumuladas do F-

Measure geradas pelos avaliadores. Foram utilizados para a avaliacdo 0s sumarios automaticos

que compdem o corpus educacional com grau de compresséo de 70%.

Tabela 4 - Resultados da medida F-Measure obtidos pelo Cassiopeia e a ROUGE através das avaliacfes
dos sumarios automaticos de todas as categorias

B-R G-R P-R B-C G-C P-C

Educagdo Especial (EE) 0,1948 0,1973 0,607 0,11900 0,2344  0,2304
Educacdo Permanente (EP) 01642 0,1650 0,1282 0,0876 0,1374  0,5210
Educacao Pré-escolar (ES) ~ 0,1498 0,1536 0,1182 0,1094 0,1584  0,2000
Ensino-aprendizagem (EA)  0,1633  0,1629 0,1390 0,2184  0,2400  0,1500
Filosofia da Educacdo (FE) ~ 0,1317 0,307 0,0989 0,2792 0,2748  0,1820
Histéria da Educacdo (HE) ~ 0,1021 0,1027 0,0714 0,2196 0,1338  0,0956
Politica Educacional (PE) 0,1125 0,1143 0,0912 0,1016 0,2532  0,2396
Psicologia Educacional (PD)  0,1574 0,1556 0,1180 0,2766 0,1482  0,1238
Sociologia da Educacdo (SE)  0,1216 0,1189 0,1061 02764 0,1256  0,2600
Tecnologia Educacional (TE) 02024 0,2006 0,1638 0,9906 0,0868  0,0938

Fonte: Proprio autor
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Gréfico 2 - Resultados da medida F-Measure obtidos pelo Cassiopeia e a ROUGE através das avaliacoes
dos sumarios automaticos de todas as categorias
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4.1.1.3 Taxa de compressdo de 80%

A Tabela 5 e o Grafico 3 trazem a comparacdo das médias acumuladas do F-
Measure geradas pelos avaliadores ROUGE e Cassiopeia. Foram utilizados para a avaliacdo 0s

sumarios automaticos que compdem o corpus educacional com grau de compressao de 80%.

Tabela 5 - Resultados da medida F-Measure obtidos pelo Cassiopeia e a ROUGE através das avaliagfes
dos sumdrios automaticos de todas as categorias
B-R G-R P-R B-C G-C P-C

Educagéo Especial (EE) 0,2519 0,2600 0,2007 0,2494 0,2636  0,2504
Educacdo Permanente (EP) 02180 0,2158 0,1667 0,1352 0,2364  0,2600
Educacéo Pré-escolar (ES) 0,1917 0,1968 0,1525 0,1616 0,4444  0,2200
Ensino-aprendizagem (EA) ~ 0,2110  0,2118 0,1730  0,0926  0,1692  0,1446
Filosofia da Educacao (FE) 0,1676  0,1683 0,1307 0,1616 0,1044 0,1688
Historia da Educacdo (HE) 0,1384  0,1390 0,0900 0,278  0,0998  0,1480
Politica Educacional (PE) 0,1541  0,1546 0,1187 0,0836 0,1068 0,1054
Psicologia Educacional (PD)  0,2002  0,1983 0,529 0,4300 0,2342  0,2096
Sociologia da Educacao (SE) ~ 0,1649 0,1603 0,1288 0,1970 0,2598  0,0764

Tecnologia Educacional (TE) 02419 0,2595 0,2058 0,8580 0,9060 0,1046
Fonte: Proprio autor




61

Gréfico 3 - Resultados da medida F-Measure obtidos pelo Cassiopeia e a ROUGE através das avaliacdes
dos sumarios automaticos de todas as categorias
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A Tabela 6 e o Gréfico 4 trazem a comparacdo das médias acumuladas do F-

Measure geradas pelos avaliadores ROUGE e Cassiopeia. Foram utilizados para a avaliagdo os

sumarios automaticos que compdem o corpus educacional com grau de compressdo de 90%.

Tabela 6 - Resultados da medida F-Measure obtidos pelo Cassiopeia e a ROUGE através das avaliacfes
dos sumdrios autométicos de todas as categorias

B-R G-R P-R B-C G-C P-C

Educagdo Especial (EE) 0,3471  0,3694 0,2846  0,3026  0,1178  0,2552
Educacdo Permanente (EP) 03232  0,3209 0,2557 0,110  0,6700  0,2652
Educagdo Pré-escolar (ES) 02685 0271 02235 0,1910 0,3460  0,0942
Ensino-aprendizagem (EA) ~ 0,2817  0,2945 0,2410 0,107  0,1138  0,0872
Filosofia da Educacao (FE) 02502  0,2575  0,2104 0,359  0,1496  0,1190
Historia da Educagéo (HE) 02164 02214 01364 0,1482  0,1498  0,1356
Politica Educacional (PE) 0,2385 02475 01737 0,1732  0,2266  0,0696
Psicologia Educacional (PD) 02763  0,2832  0,2306 0,08 0,0954  0,2000
Sociologia da Educacdo (SE) 02466 02471  0,1969  0,0978  0,2504  0,0918
Tecnologia Educacional (TE) 03332  0,3595 0,2793 0,7832  0,1600  0,5328

Fonte: Proprio autor
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Gréfico 4 - Resultados da medida F-Measure obtidos pelo Cassiopeia e a ROUGE através das avaliagOes
dos sumarios automaticos de todas as categorias
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4.1.2 Resultados por categoria

Esta secdo descreve os resultados da média acumulada do F-Measure obtidos
através das avalia¢fes dos sumarios automaticos. Os resultados serdo apresentados organizados
por categorias, conforme as 10 categorias que compdem o corpus educacional, nas quatro taxas
de compressdo (50%, 70%, 80% e 90%).

4.1.2.1 Educacéo Especial

O Gréfico 5 mostra a comparacao das medias acumuladas do F-Measure alcangadas
na avaliacdo dos sumarios automaticos da categoria Educacdo Especial pelos avaliadores
ROUGE e Cassiopeia.
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Gréfico 5 - Resultados da medida F-Measure obtidos na avaliagdo dos sumarios automaticos da categoria
Educacao Especial
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4.1.2.2 Educacdo Permanente

O Grafico 6 apresenta a compara¢do das médias acumuladas do F-Measure obtidas
nas avaliacGes dos sumarios automaticos da categoria Educacdo Permanente pelos avaliadores
ROUGE e Cassiopeia.

Gréfico 6 - Resultados da medida F-Measure obtidos na avaliacdo dos sumarios automaticos da categoria
Educacdo Permanente
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Fonte: Proprio autor
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4.1.2.3 Educacéo Pré-escolar

O Grafico 7 mostra a comparagdo das médias acumuladas do F-Measure obtidas
pelos avaliadores ROUGE e Cassiopeia nas avaliagdes dos sumarios automaticos da categoria

Educacdo Pré-escolar

Gréfico 7 - Resultados da medida F-Measure obtidos na avaliacdo dos sumarios automaticos da categoria
Educacdo Pré-escolar
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4.1.2.4 Ensino Aprendizagem

O Grafico 8 apresenta a comparacdo das médias acumuladas do F-Measure
alcancadas nas avaliacGes dos sumarios automaticos da categoria Ensino Aprendizagem pelos

avaliadores ROUGE e Cassiopeia.



65

Gréfico 8 - Resultados da medida F-Measure obtidos na avaliagdo dos sumarios automaticos da categoria
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O Grafico 9 traz a comparacdo das médias acumuladas do F-Measure obtidas pelos

avaliadores ROUGE e Cassiopeia nas avaliacbes dos sumarios automaticos da categoria

Filosofia da Educagéo.

Gréfico 9 - Resultados da medida F-Measure obtidos na avaliagcdo dos sumarios automaticos da categoria
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4.1.2.6 Historia da Educacao

O Gréfico 10 apresenta a comparacdo das medias acumuladas do F-Measure
obtidas pelos avaliadores ROUGE e Cassiopeia nas avaliacfes realizadas com 0s sumarios

automaticos da categoria Historia da Educacao.

Grafico 10 - Resultados da medida F-Measure obtidos na avaliagdo dos sumarios automaticos da categoria
Historia da Educacéo
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4.1.2.7 Politica Educacional

O Gréfico 11 apresenta a comparacdo das médias acumuladas do F-Measure
alcancadas nas avaliagdes dos sumarios automaticos da categoria Politica Educacional pelos

avaliadores ROUGE e Cassiopeia.
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Gréfico 11 - Resultados da medida F-Measure obtidos na avaliagcdo dos sumarios automaticos da categoria
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O Gréfico 12 traz a comparacdo das medias acumuladas do F-Measure obtidas

pelos avaliadores ROUGE e Cassiopeia nas avalia¢des dos sumarios automaticos da categoria

Psicologia Educacional.

Grafico 12 - Resultados da medida F-Measure obtidos na avaliagdo dos sumarios automaticos da categoria
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4.1.2.9 Sociologia da Educacéo

O Gréfico 13 apresenta a comparacdo das medias acumuladas do F-Measure
obtidas pelos avaliadores ROUGE e Cassiopeia nas avaliacOes realizadas com 0s sumarios

automaticos da categoria Sociologia da Educacao.

Grafico 13 - Resultados da medida F-Measure obtidos na avaliagdo dos sumarios automaticos da categoria
Sociologia da Educacéo
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4.1.2.10 Tecnologia Educacional

O Gréfico 14 apresenta a comparacdo das médias acumuladas do F-Measure
alcancadas nas avaliagdes dos sumarios automaticos da categoria Tecnologia Educacional pelos

avaliadores ROUGE e Cassiopeia.
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Gréfico 14 - Resultados da medida F-Measure obtidos na avaliagdo dos sumarios automaticos da categoria
Tecnologia Educacional
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4.1.3 Disperséo dos resultados

Nesta secdo sdo apresentadas as dispersdes dos resultados das avaliagbes dos
sumarios automaticos realizadas pela ferramenta ROUGE e o0 modelo Cassiopeia, calculadas
através do coeficiente de variacdo (CV). Para o célculo do CV foram utilizados os 50 valores
das médias acumuladas do F-Measure gerados pela avaliacdo do modelo Cassiopeia e da
ferramenta Rouge. Os resultados serdo apresentados organizados de acordo com as quatro taxas
de compresséo (50%, 70%, 80% e 90%) utilizadas na sumarizagéo.

O coeficiente de variacdo, por ser uma métrica relativa, e expressar a variabilidade
dos dados excluindo a influéncia da ordem de grandeza, foi utilizado para apresentar a dispersédo
dos resultados. De acordo com Freund (2006), uma desvantagem das métricas nao relativas,
como por exemplo o desvio padréo, ¢ a influéncia que sofrem em relacdo a unidade de medida.
Por exemplo, os pesos de determinados objetos podem ter um desvio padréo de 0,1 grama, mas
ndo é possivel identificar se isso reflete uma variacdo muito grande ou variagdo muito pequena.
Se estiver lidando com minusculos ovos de passaros pequenos, um desvio padrdo de 0,1 grama
refletira uma variagéo consideravel, mas isso ndo ocorreria se estiver pesando sacos de 60 KG

de batatas.
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4.1.3.1 Taxa de compressdo 50%

O Gréfico 15 apresenta a comparacao do percentual de dispersao dos resultados das

avaliagOes para os sumarizadores PragmaSUM, BImSumm e GistSumm.

Grafico 15 - Coeficientes de variagédo dos resultados da medida F-Measure de todas as categorias com
grau de compresséo de 50%
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4.1.3.2 Taxa de compressao 70%

O Gréfico 16, traz a comparacdo do percentual de dispersdo dos resultados das
avaliagdes realizadas pelas ferramentas ROUGE e 0 modelo Cassiopeia para os sumarizadores

PragmaSUM, BImSumm e GistSumm.
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Gréfico 16 - Coeficientes de varia¢do dos resultados da medida F-Measure de todas as categorias com
grau de compressao de 70%.
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4.1.3.3 Taxa de compressao 80%
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O grafico 17 exibe a comparacdo do coeficiente de variacdo dos resultados das

avaliacOes realizadas pelos avaliadores ROUGE e Cassiopeia para 0s sumarizadores

PragmaSUM, BImSumm e GistSumm.

Grafico 17 - Coeficientes de variagdo dos resultados da medida F-Measure de todas as categorias com
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4.1.3.4 Taxa de compressdo 90%

O gréfico 18 apresenta a comparacao do percentual de dispersdo dos resultados da
avaliagéo realizada pela ferramenta ROUGE e o modelo Cassiopeia para 0s sumarizadores
PragmaSUM, BImSumm e GistSumm.

Grafico 18 - Coeficientes de variagédo dos resultados da medida F-Measure de todas as categorias com
grau de compressdo de 90%.
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4.2 Discussao dos resultados

Esta secdo tem como finalidade discutir os resultados desta pesquisa. Iniciando-se
pela comparacdo das médias acumuladas do F-Measure, que sdo exibidas nas Tabelas 3, 4, 5 e
6, obtidas por meio das avaliacdes dos sumarios automaticos realizada pelo modelo Cassiopeia
e a ferramenta ROUGE. Os resultados foram organizados, com a finalidade de facilitar a
comparacdo, de acordo com o grau de compressdo e também conforme as 10 categorias que
compdem o corpus educacional.

Os Graficos 1, 2, 3 e 4 apresentam a comparacdo das médias acumuladas do F-
Measure conforme o grau de compressdao de 50%, 70%, 80% e 90% respectivamente. Os
resultados mostram que ndo h& grandes diferencas na comparacdo dos valores obtidos nas
avaliacOes realizadas pelo modelo Cassiopeia e a ferramenta ROUGE. Analisando os resultados
do Cassiopeia e da ROUGE de forma separada, € possivel observar que os valores obtidos para
cada sumarizador dentro de uma categoria apresentam resultados préoximos. Esse padrdo pode

ser observado na maioria das categorias e graus de compressoes.
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Na taxa de compressdo de 50%, € possivel evidenciar o fato de que os resultados
para cada sumarizador dentro de uma categoria, tanto na avaliagdio da ROUGE quanto na
avaliacdo do Cassiopeia, tém a tendéncia de serem proximos. Além de mostrar que nao ha
grandes diferencas nos valores obtidos pelos dois avaliadores. A excegdo acontece na avaliagdo
do modelo Cassiopeia para as categorias Psicologia da Educagéo para o sumarizador BImSumm
e Tecnologia da Educacdo para o sumarizador GistSumm, que obtiveram resultados que
divergiram dos demais.

Os resultados das avaliagdes do modelo Cassiopeia e da ferramenta ROUGE nas
taxas de compressao de 70% e 80% mostraram resultados proximos. As avaliagdes realizadas
pelo Cassiopeia na categoria Educacdo Permanente para o sumarizador PragmaSUM e
Tecnologia Educacional para o sumarizador BImSumm no grau de compressdao de 70%
obtiveram resultados destoantes da maioria. O que também aconteceu na taxa de compressao
de 80% na categoria Tecnologia Educacional para os sumarizadores GistSumm e BImSumm.

Na taxa de compressdo de 90% também foi evidenciado que ndo ha grandes
diferencas nos valores obtidos pelos dois avaliadores. O Grafico 4 mostra a tendéncia dos
resultados das médias acumuladas do F-Measure serem proximos dentro da avaliagdo de cada
avaliador, como também é possivel perceber que alguns pontos e linhas se sobrescrevem. Os
resultados da categoria Tecnologia Educacional na avaliacdo feita pelo Cassiopeia para 0s
sumarizados GistSumm e BImSumm apresentaram resultados distintos da maioria. O mesmo
ocorre na categoria Educacdo Permanente para o sumarizador GistSumm.

Observado os resultados das médias acumuladas do F-Measure organizados por
categorias, conforme mostrados nos Graficos de 5 a 15, € possivel identificar as mesmas
semelhancas encontradas na disposicao dos resultados por grau de compressao. Os resultados
das avaliacBes dos sumarizadores sdo préximos dentro da avaliacdo de cada avaliador, como
também € possivel perceber alguns pontos e linhas que se sobrescrevem, mostrando a
proximidade dos resultados — h& casos em que estes, como citados anteriormente, divergem
dessas tendéncias. A categoria Tecnologia Educacional, Grafico 14, foi a que mais apresentou
resultados divergentes em relagdo as outras categorias na avaliagdo do Cassiopeia. Essa
divergéncia pode ser justificada devido a categoria apresentar a menor média de palavras por
textos, conforme a Tabela 1, o que impacta na avaliagdo do Cassiopeia, que utiliza a
clusterizagdo no seu processamento.

Outra analise realizada por este trabalho foi a comparacdo da dispersdo dos
resultados obtidos pelo Cassiopeia e a ROUGE na avaliagdo. O calculo das dispersdes dos
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resultados das avaliagdes dos sumarios automaticos foi mensurado através do coeficiente de
variagdo. Para o calculo do CV foram utilizados os 50 valores das médias acumuladas do F-
Measure gerados em cada avaliacdo do Cassiopeia e da Rouge. As comparaces das dispersdes
foram organizadas conforme as quatros taxas de compressao (50%, 70%, 80% e 90%) e foram
apresentadas nos Gréficos 15, 16, 17 e 18.

O maior coeficiente de dispersdo obtido nos resultados foi de 13% nos graus de
compressdo 50% e 90%. Na taxa de compressdo de 50%, as categorias Educacao Pré-escolar e
Sociologia da Educacdo para os sumarizadores GistSumm e PragmaSUM respectivamente
obtiveram esse valor, na avaliacdo da ROUGE. No grau de compressao de 90% esse valor foi
obtido pela categoria Tecnologia Educacional no sumarizador GistSumm, na avaliagdo do
Cassiopeia. Nas taxas de compressdo de 70% e 80% o maior valor do CV obtido foi o de 10%
na avaliacdo da ROUGE. Todos os resultados do coeficiente de variacdo para as avaliacdes da
ROUGE e do Cassiopeia nas 10 categorias do corpus educacional, sumarizados pelos 3
sumarizadores, nas 4 taxas de compresséo obtiveram valores inferiores a 15%.

Analisando a disperséo dos resultados obtidos pelo Cassiopeia e pela ROUGE de
forma separada, € possivel perceber que o Cassiopeia obteve resultados com menor disperséo.
Tendo como parametro a quantidade de resultados que atingiram um coeficiente de variagdo
igual ou inferior a 5%, é possivel identificar no grau de compressdo de 50%, que 97% dos
resultados do Cassiopeia e 23% na ferramenta Rouge obtiveram esse valor. Na taxa de
compressdo de 70%, 87% dos resultados do Cassiopeia e 27% da Rouge tiveram uma dispersao
menor ou igual a 5%. No grau de compressdo de 80%, 83% dos resultados do Cassiopeia e 33%
na ferramenta Rouge obtiveram um CV igual ou inferior a 5%. E por fim, na taxa de compressao
de 90%, 73% dos resultados do Cassiopeia e 56% da Rouge atingiram esse valor.

Os resultados mostram que as avaliacdes da ferramenta ROUGE e do modelo
Cassiopeia obtiveram resultados com baixa disperséo, sendo que no modelo Cassiopeia, obteve

de forma geral um menor coeficiente de variag&o.
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5 CONCLUSAO

No presente trabalho, foi proposta a aplicacdo do modelo Cassiopeia (GUELPELL,
2012) como avaliador de sumarios automaticos. Os experimentos desenvolvidos durante esta
pesquisa podem ser, basicamente, organizados em trés etapas: Criacdo do corpus educacional,
sumarizacdo e avaliacdo dos sumarios automaticos.

Na primeira etapa, foi construido o corpus educacional (AGUIAR; ROCHA;
GUELPELLI, 2017) constituido de artigos cientificos selecionados em sua maioria do repositorio
Scientific Electronic Libary on-line (SCIELO). O corpus foi dividido em dez categorias, as
quais foram escolhidas utilizando como base a classificacdo feita pela Coordenacdo de
Aperfeicoamento de Pessoal de Nivel Superior (CAPES) para a grande area da educacéo.

Na etapa de sumarizagdo, o corpus educacional foi sumarizado utilizando os
sumarizadores: BLMsumm (OLIVEIRA; GUELPELI, 2011), GistSumm (PARDO, 2002) e 0
PragmaSUM (ROCHA; GUELPELLI, 2017). Foram aplicadas as taxas de compressao de 90%,
80%, 70% e 50%, deste modo, foram gerados sumarios com o tamanho correspondente a 10%,
20%, 30% e 50%, respectivamente, em relacdo ao texto original.

Na etapa de avaliacdo, 0os sumarios automaticos foram avaliados pela ferramenta
ROUGE e 0 modelo Cassiopeia. As métricas obtidas no processo de avaliagdo foram o Recall,
0 Precision e 0 F-Measure. Essas métricas foram obtidas na ferramenta ROUGE por meio da
comparacao entre o sumario de referéncia, escrito pelo autor e o sumario automatico. Por outro
lado, as métricas foram geradas no modelo Cassiopeia através do agrupamento de texto,
conforme mostrado na Secdo 3.3. A métrica adotada para mensurar a informatividade dos
sumarios e comparar as avaliagdes dos dois avaliadores foi 0 F-Measure, que varia em um
intervalo de [0,1], sendo que quanto mais proximo de 1 estiver, melhor é a avaliagdo do sumario
automatico.

A utilizacdo do modelo Cassiopeia como avaliador de sumarios automaticos
mostrou que a avaliacdo realizada pelo modelo em comparacdo com a ferramenta ROUGE
obteve resultados semelhantes, os resultados evidenciaram que n&o ha grandes diferengas nos
valores obtidos nas avaliagOes realizadas pelo modelo Cassiopeia e a ferramenta ROUGE.
Também pode ser observado que os valores da média acumulada do F-measure para cada
sumarizador dentro de uma categoria sdo proximos. Esse equilibrio pode ser constatado tanto
na avaliacdo realizada pelo modelo Cassiopeia como também na avaliacdo realizada pela
ferramenta ROUGE.
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A dispersdo dos resultados, calculada por meio do coeficiente de variacdo,
demonstra que o percentual de dispersdo das médias acumuladas do F-Measure para os dois
avaliadores é baixo, mostrando que as avaliacOes realizadas pelo Cassiopeia e pela ROUGE
produziram resultados homogéneos, sendo que todos foram inferiores a 15%. De acordo com
Martins (2011) e Correa (2003), se o valor do CV for menor ou igual a 15%, diz-se que os dados
possuem baixa dispersao, entre 15% a 30%, é considerada média dispersdo, e acima de 30%
diz-se que os dados possuem alta disperséo.

Neste trabalho, 0 que se pretendia mostrar era justamente essa baixa dispersdo dos
resultados, o que somado com o fato de nédo existir grandes diferencas nos valores das médias
acumuladas do F-Measure obtidos na avaliagdo do Cassiopeia e da ROUGE, evidencia a
semelhanca dos avaliadores.

Comparando os coeficientes de variacdo dos dois avaliadores, é possivel constatar
que o modelo Cassiopeia, na maioria das vezes, alcancou resultados com menor disperséo. O
modelo Cassiopeia obteve em 85% dos resultados da avaliagdo com uma dispersao igual ou
inferior a 5%, em contrapartida, a ferramenta ROUGE obteve 35%. Essa comparagéao
demonstra, que apesar dos dois avaliadores atingirem resultados com baixa dispersdo, o
Cassiopeia apresenta resultados mais coesos, 0 que mantem a coeréncia da técnica de
clusterizacéo.

A utilizacdo do modelo Cassiopeia como avaliador de sumérios automaticos
evidenciou vantagens em comparacdo a ferramenta ROUGE. A principal delas é a ndo
utilizacdo do sumario humano no processo de avaliacdo, 0 que permite a avaliacdo de grande
quantidade de sumarios, com baixo custo e maior agilidade.

Outras vantagens do modelo Cassiopeia é a ndo dependéncia do dominio e do
idioma conforme mostrado no trabalho de Guelpeli (2012). O modelo Cassiopeia faz o uso da
sumarizacdo na etapa de pré-processamento com a finalidade diminuir o volume de palavras e
reduzir a dimensionalidade, possibilitando, assim, 0 ndo uso da lista de stopwords, tornando o
modelo independente do idioma. Por sua vez, a independéncia do dominio ocorre devido a
adocdo de um novo método denomidado Cassiopeia, usado na etapa de processamento do
modelo Cassiopeia.

Diante dos resultados obtidos nesta pesquisa, mostra-se que a avaliagdo realizada
pelo modelo Cassiopeia ¢ semelhante a avaliagdo realizada pela ferramenta ROUGE.
Considerando também as vantagens na utilizagdo do modelo Cassiopeia em relacdo a ROUGE,
é possivel validar a hipdtese deste trabalho. Dessa forma, é possivel afirmar que o modelo

Cassiopeia pode ser utilizado como um avaliador de sumarios automaticos, sendo que a
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avaliacdo realizada pelo Cassiopeia é semelhante a avaliacdo realizada pela ferramenta
ROUGE.

A partir dessas constatacfes, nas secOes seguintes, serdo apresentadas algumas
contribuices, limitagbes deste trabalho, além de propor alguns trabalhos futuros relacionados

a esta pesquisa.

5.1 Limitacdes

Reconhece-se como uma limitagéo deste trabalho a n&o utilizagdo de um avaliador
humano e/ou de um terceiro software avaliador de sumarios automaticos. Isso permitiria uma
comparacdo mais ampla com os resultados obtidos através das avaliacdes realizadas pela
ferramenta ROUGE e 0 modelo Cassiopeia. Outra limitacdo desta pesquisa é a utilizagdo do

corpus somente no dominio educacional e constituido apenas de textos no idioma portugués.

5.2 Trabalhos futuros

Tendo em vista a continuacéo deste trabalho, sugerem-se alguns trabalhos futuros.
A utilizacdo de outros softwares avaliadores de sumarios automaticos, visando a comparagao
com as avaliacdes realizadas pelo modelo Cassiopeia e a ferramenta ROUGE. Outra proposta
de trabalho futuro é realizar a comparacdo da avaliacdo realizada pelo modelo Cassiopeia com
avaliacdo realizada por especialistas humanos, que é considerada a avaliacdo ideal. A fim de
investigar com maior énfase a aplicacdo do modelo Cassiopeia como avaliador de sumarios

automaticos, outra proposta € aplica-lo como avaliador de um corpus de lingua inglesa.
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APENDICE A

O Apéndice A mostra na integra os resultados do F-Measure gerados no processo
de avaliacdo dos sumarios automaticos e os calculados realizados com a métrica no decorrer
deste trabalho. Devido a grande quantidade de informacéo gerada (Tabelas, Graficos e Figuras),

0 Apéndice esta disponivel em nuvem e pode ser acessado no link abaixo.

Link: https://www.dropbox.com/s/dnn5mk94cfovhvr/Apendice%20A.pdf?dI1=0



https://www.dropbox.com/s/dnn5mk94cf9vhvr/Apendice%20A.pdf?dl=0
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